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DESARROLLO DE MODELO DE DEMANDA APLICABLE AL
SISTEMA ELECTRICO NACIONAL

RESUMEN

Realizado por: Luis Eduardo Sotillo Aguiar

En el presente trabajo se desarroll6 una herramienta computacional en Python 3.5 para
la identificaciéon y estratificacion de consumo de energia de clientes del sistema eléctrico.
Se utiliza un algoritmo de aprendizaje no supervisado llamado K-medianas, de uso comin
en el proceso de mineria de datos, para la identificacion de patrones de consumo de
usuarios del sistema, mientras el criterio de similitud se basd en la distancia Manhattan.
Se procedi6 a comparar cuatro algoritmos: Jerarquico, K-medias, K-medianas y Sigue al
lider modificado para decidir el mas conveniente, mediante las medidas de eficiencia MIA
(Indice de Adecuacién de la Media) y CDI (Indicador de Dispersiéon del Conglomerado).
La metodologia desarrollada consta de cuatro fases principalmente: a) Recopilacién de la
data. b) Pre-procesamiento. ¢) Procesamiento. d) Visualizacién. La data utilizada para la
evaluacion del codigo consté de una combinacion de data residencial y no residencial, de
la cual, la primera estuvo compuesta por data real publicada para el estudio de analisis
de datos y desagregaciéon de carga, mientras que la segunda fue generada artificialmente
mediante modelos probabilisticos de HMM (Modelos Ocultos de Markov). La metodologia
y la herramienta computacional para su aplicacion, resulté viable para el reconocimiento
de patrones y estimacién de demanda, presentando esta tultima un error entre 2 y 6 %;
permitiendo también la identificacién de estratos de mayor impacto al sistema en horas
pico.

Palabras clave: Caracterizacién De Carga, Mineria De Datos, Conglomerados,
Software Libre, HMM, Curvas De Carga, Demanda De Energia, Demanda

Horaria, Redes Eléctricas Inteligentes.
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Para crecer,
Hay que dar un paso a lo desconocido.
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INTRODUCCION

El crecimiento demografico y tecnoldgico es algo ineludible, por lo que los encargados del
servicio eléctrico deben estar preparandose continuamente para la consecuente expansion de
la red. Esto implica analizar la demanda eléctrica de parte de cada usuario las 24 horas del dia,
los cuales poseen un comportamiento estocdstico. A esta expansion le sigue la introduccion
continua de novedosos dispositivos cuyo crecimiento a nivel tecnologico en las tltimas décadas
ha llevado a una tendencia hacia el control electronico, que hace que las cargas no se puedan
describir de manera constante. En este sentido, en el presente trabajo se modela la potencia
en los dispositivos de consumo final, a nivel de clientes residenciales y no residenciales,
considerando el patron promedio al que se tiende a usar la energia a lo largo del dia por
grupos que tienen similitudes a nivel social y de poder adquisitivo. Esto es lo que se conoce
como un estudio de caracterizacién de carga.

Este tipo de estudio es necesario peridodicamente en la red y es de interés para toda la
industria eléctrica por su impacto desde generacion hasta el ciclo comercial.

En Venezuela el iltimo estudio de caracterizacion de carga a nivel nacional data del
ano 2002, en el cual se realizo el estudio para lanzar el dltimo pliegue tarifario publicado en
gaceta nacional y vigente hasta hoy. En ese tiempo, la poblacién y nimero de clientes del
servicio eléctrico ha crecido y la economia ha cambiado de manera significativa. Actualmente
la informacién de este y otros estudios de caracterizacion de carga locales no se encuentran
disponibles. Por otro lado, el crecimiento del niimero de usuarios lleva a un estrés adicional
durante las horas pico, con mayor cantidad de consumidores, esto trae como consecuencia
que se sobrepase la capacidad del sistema de suplir las exigencias de estos, causando fallas

en el servicio.

El trabajo desarrollado durante este proyecto permite el analisis de informacion y descripcion
de usuarios del sistema eléctrico, necesario para el desarrollo de pliegues tarifarios y planes

de eficiencia energética.

Antecedentes

Entre los tépicos con mayor auge en los ltimos afios entre la investigacion y aplicacion
en la ingenieria eléctrica se destaca la aparicion de las redes eléctricas inteligentes, con especial
interés en los medidores inteligentes y cémo manejar la informacién que proporcionan, para
mantenimiento y mejora de la calidad de servicio. En [1] se describe como las caracteristicas
del medidor inteligente pueden ser utilizadas para aumentar la participacién del consumidor
y beneficios del servicio eléctrico; y presenta una herramienta para la gestion de politicas de

tiempo de uso (TOU, por sus siglas en inglés Time Of Use). De la misma manera [2] muestra



el manejo de la data generada por las redes inteligentes (Smart Grids) para la caracterizacion
de los perfiles de consumo como base para la eleccién de técnicas de Gestion de la Demanda
(DSM, por sus siglas en inglés Demand Side Management).

Kleiminger et al [3], describen la caracterizacién del comportamiento de los
consumidores del sector eléctrico espanol de zonas geograficas distintas tales como edificios
universitarios, zonas residenciales y mediana industria, utilizando el método de redes
neuronales conocido como Kohonen maps. La literatura presenta varias técnicas para la
caracterizacion de los perfiles de carga a través de técnicas estadisticas como los algoritmos
de clustering o conglomerados, y en [4] se realiza la prueba y comparacién de varios de los
mas utilizados para esta aplicacion (K-medias, K-medias difuso, dos tipos de jerarquicos,
Sigue al Lider Modificado (MFL, por sus siglas en inglés Modified Follow the Leader),
entre otros), utilizando curvas de carga pertenecientes a clientes conectados a un sistema
de distribucion en Media Tensién. Mahmoudi-Kohan [5] nos ofrece una comparacién entre el
uso del método de WFA K-medias y Sigue al Lider Modificado aplicado a los consumidores
del servicio eléctrico Tehran. Los autores de [6] hacen uso de los métodos de mineria de datos
en la perfilacion de videojugadores, estratificando la poblaciéon de jugadores para mejorar la
interaccién de estos con futuros videojuegos. El Proyecto de Grado presentado en [7] se enfoca
en la comparacion de distintos algoritmos de agrupacion de datos basados en metaheuristicas
e inteligencia de poblacion llegando a concluir como mejor alternativa el uso de algoritmos
genéticos, complementados con el uso de K-medias para un resultado final. En [8] la autora
propone una metodologia para el calculo de pérdidas no técnicas en el Sistema Eléctrico
Venezolano utilizando un modelo de demanda basado en consumo final de la energia. Los
ultimos estudios de caracterizacion de carga realizados en el pais datan de 1998, por parte
de, en aquel momento, Ministerio de Energia y Minas con el fin de obtener informacion
para el calculo del factor de responsabilidad de costos. En 2002 se realizé el estudio para el
desarrollo de los pliegues tarifarios, los cuales siguen vigentes hasta la actualidad y en 2009
se realiz6 una campana de medicién a una cantidad de 6200 usuarios a través de una empresa

consultora extranjera.

Objetivo General

Desarrollar una herramienta computacional de caracterizacién de carga que permita
el modelo de demanda basado en el patron de consumo promedio (curvas de carga) y

estratificacion de demanda del Sistema Eléctrico

Objetivos Especificos

1. Seleccionar un método para la simulacion de cargas de acuerdo a un patrén de consumo

promedio.
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. Caracterizar y estratificar la demanda segin diferentes criterios: a) Patrén de consumo,

b) Ubicacién Geogréfica, c¢) Nivel de tensién, Uso final de la energia.

. Determinar la contribucién de los estratos al consumo agregado, en su totalidad y en

horas pico.

. Desarrollar de algoritmo para agregaciéon de nuevos usuarios a la base de datos segin

los criterios establecidos en la estratificaciéon.

. Desarrollar una metodologia para la generacién de curvas artificiales de registro horario
aptas para la evaluacion de los algoritmos de estratificaciéon implementados en este

proyecto.



CAPITULO 1
MODELACION DE CARGA

La modelacién de carga juega un papel muy importante en el estudio y operacion
de los sistemas eléctricos de potencia (S.E.P.), ya que el resultado de los mismos depende
principalmente del modelo que se asume. La mayoria de los estudios que se realizan como
andlisis de estabilidad de voltaje, estimacién de estado, flujo de carga, estudio de corto-
cirtuito, entre otros, depende de los pardametros de la carga para llegar a un resultado lo mas
parecido posible a la realidad. Por ejemplo: Luego de un blackout (apagén general), si se usa
un modelo equivocado para representar el comportamiento de la carga esto puede acarrear
la salida de otros componentes del sistema en el momento del suceso real. Por otro lado, al
momento de hacer estimacioén o pronostico de la carga y planes de expansion el uso de un
modelo errado puede significar la pérdida de millones de ddlares [9].

Se presta muy poca atencion al area de prondstico y modelacion de la carga. En gran
parte, debido a la dificultad de realizar un modelo de carga preciso, y la falta de informacién
acerca de los componentes de la carga. En los ultimos afios, con la apariciéon y aplicacion
de los medidores inteligentes e infraestructura de medicién [10], se ha retomado la atencién
hacia este tema e incluso se ha profundizado, disponiéndose ahora de gran cantidad de data
la cual antes era escasa.

Se pueden mencionar dos enfoques principales al modelar la carga:

Bottom-up: Se construye el modelo basado en la informaciéon particular de cada

componente de la carga por individual en una barra especifica [9].

Top-down: Se forma el modelo basado en la informacién relacionada con la sumatoria

de los comportamientos de los componentes de la barra [9].

Estas dos vias pueden ser desarrolladas para describir, ya sea el comportamiento
dindmico de los componentes o el comportamiento de una parte del sistema visto como

el punto de mediciéon de un usuario o un alimentador.



1.1. Modelos matematicos

Un modelo mateméatico de la carga es una representacién de la misma mediante una
ecuacion que relaciona la potencia y la tension de la carga en una barra. Dentro de los

enmarcados como modelos matematicos se pueden encontrar:

1.1.1. Modelo estatico.

Es un modelo utilizado para representar cargas estaticas, como resistencias, o hacer
aproximaciones de cargas dinamicas, como motores de inducciéon. La potencia se define en
funcién de la magnitud de la tensién y/o la frecuencia del sistema en un mismo instante [11].

De este tipo de modelos los mas conocidos son:

Impedancia Constante, en el cual la potencia varia en funcién del cuadrado de la tension.

Corriente constante, en el cual la potencia varia proporcionalmente a la magnitud de
la tension.

Potencia constante, el cual es ampliamente usado en los analisis. La potencia no varia
en funciéon de la tension.

Modelo Polinomial, a través del cual la potencia y tension de la carga estan relacionados

por las siguientes ecuaciones:

P=Plat b(“//;) + C<vv;>2] (1.1)
Q- @o[d+e<§o> +f<¥o>21 (1.2)

Las constantes a, b, ¢, d, y f son parametros del modelo. Po, Qo y Vo son valores
iniciales (en caso de modelar un dispositivo en especifico, se toman los valores nominales).
También es conocido como modelo “ZIP” ya que los componentes del polinomio representan
los modelos de impedancia, corriente y potencia constantes [9].

Modelo exponencial, la potencia y tensiéon de la carga estan relacionadas por una

ecuacién exponencial [11]:

pP= PO(“//;)“ (1.3)
Q= Qu(;) (1.4)

Donde a y b son parametros del modelo. Po, Qo y Vo son valores iniciales. Es posible
describir el modelo polinomial como una suma de tres componentes exponenciales, con
exponente 2 (P ctte), 1 (I ctte) y 0 (Z ctte).



Modelo dependiente de la frecuencia,

Factor = [14+as(f — f,)] (1.5)

siendo ay la sensibilidad de la frecuencia, f, la frecuencia de la tensién en la barra,
fo la frecuencia nominal. Este modelo relaciona la potencia y frecuencia de la barra. El
Factor se multiplica por el modelo polinomial o exponencial para asi hacerlo dependiente de
la frecuencia. Sin embargo al multiplicar el modelo ZIP por este factor pierde todo sentido
fisico.

Modelo EPRI LOADSYN, usado por el programa computacional del mismo nombre, y
empleado por muchos servicios para calcular el comportamiento del S.E.P. Comprende las
caracteristicas descritas por los modelos ZIP y dependiente de frecuencia [9].

Vv

P— PO{PM(E)KPWM F KPP = £)]+ (1= Pa)()"™) (1.6)

%_ D)) KQFA( — )]} (17)

Q = Qu{Qu () 1+ KQFI(f — £))+( -

La potencia activa estd representada por dos componentes: uno dependiente de la
frecuencia de la tensién y otro que no lo és; y la potencia reactiva posee una primera
componente que representa el consumo de reactivos en la carga y un segundo que esta
relacionado con el consumo de alimentadores y transformadores necesario para la inyeccion

inicial de reactivos (Qo) [9].

1.1.2. Modelo Dindmico

Es un modelo que mediante ecuaciones diferenciales relaciona la potencia activa y
reactiva de la carga con la magnitud del voltaje y la frecuencia de la red [11].

La potencia se representa como una funciéon de la tensién y frecuencia de una barra
definida para un instante de tiempo actual y pasado. Es la base de muchas técnicas de

identificacién usadas para modelacién y prondstico de comportamiento de carga [9].

1.1.3. White Box o Modelo Fisico

Es también llamado modelo fenomenolégico o conceptual. Estos modelos se basan en el
conocimiento de las leyes fisicas que rigen el comportamiento de la carga y las matematicas
que lo describen. Si se conoce bien el funcionamiento de la carga entonces son conocidos los

parametros del modelo [9].



1.1.4. Black Box y Técnicas de Identificacién

Es también conocido como método de identificaciéon o modelacién empirica. Implica que
no se necesita poseer un conocimiento detallado del funcionamiento interno de la carga para
obtener un modelo matematico que la represente adecuadamente. No posee un significado
fisico [9]. Esta técnica sigue la filosofia de combinar observaciones y errores pasados en una
serie de tiempo para asi pronosticar su futuro [12]. Ejemplo de esto es, AR (Autoregresivo),
ARX (Autoregresivo con entradas exdgenas), ARMAX (Movimiento promedio autoregresivo
con entradas exégenas), MA (Movimiento promedio) entre otros. Es necesario conocer las
caracteristicas de la serie de tiempo para seleccionar la especificacién correcta del modelo
[12].

Los modelos descritos como dinamicos y estaticos corresponden a ecuaciones
compuestas por variables y parametros. Las variables se refieren a cantidades que pueden
ser medidas o monitoreadas, mientras que los parametros, correspondientes a constantes y
exponentes de la ecuacion, no pueden ser medidos directamente pero pueden ser estimados

mediante técnicas de identificacién. Por ejemplo la reduccion de minimos cuadrados [9].

1.2. Modelos Heuristicos

Este tipo de modelos estan basados en reglas, asociadas a algunas condiciones y
consecuencias, (antecedentes y consiguientes), dicho de otra manera estdn asociados a
“patrones”. El uso de este tipo de representacion se basa en determinar esas reglas que
marcan el comportamiento de la carga, y estas se obtienen de la experiencia; permitiendo el
desarrollo de funciones no matematicas para modelar la carga. Esta forma de modelacion es

usualmente implementada en sistemas expertos (inteligencia artificial) [9].

1.3. Redes Neurales Artificiales (ANN)

Las ANN tienen la habilidad de enfrentarse a problemas no lineales y sistemas
complejos. Una ANN estd compuesto por un conjunto de unidades de proceso llamadas
‘neuronas artificiales’, que simulan las funciones de las neuronas biolégicas. Cada elemento
estd interconectado por “pesos” (pardmetros matematicos) que representan la sinapsis que
ocurre en el cerebro humano. De manera general los ANN’s son entrenados utilizando una
serie de patrones de entrada/salida y el resultado de este entrenamiento son los valores finales
de los pesos, que determinan el modelo [9]. Durante el proceso de aprendizaje, los pesos sufren
modificaciones continuas, por lo que podemos decir que el proceso termina una vez que los
pesos permanecen estables [13].

De forma general se consideran dos tipos de aprendizaje:

» Aprendizaje supervisado: Genera los valores de los pesos a través de la minimizacion de




8

una funcién que representa la diferencia entre la salida deseada y la salida obtenida por
la ANN (tolerancia) [9]. Depende de la existencia de un agente externo que controla
el proceso de aprendizaje y se caracteriza por arquitecturas en niveles y conexiones
neuronales estrictamente hacia adelante [13]. Ejemplo: Hopfield Networks, Multilayer

Perceptron Network [14], etc.

= Aprendizaje auto-organizado o no supervisado: EI ANN no necesita de un agente

externo pues se organiza a si mismo en funcion de sus entradas. Son altamente utilizados
en la clasificacion de curvas de carga. Ejemplo: Herault and Jutten Networks y Kohonen
Networks [3, 4].

Determinar el modelo de carga por ANN consiste en encontrar el conjunto de parametros
idoneos que permiten obtener los resultados méas precisos, como N° de neuronas, N° de capas
ocultas, valor de los pesos, etc. La topologia usualmente se construye de forma empirica
[9, 13]. Su capacidad de afrontar problemas de alta no-linealidad es una gran ventaja, sin
embargo, es una debilidad la necesidad de una etapa de aprendizaje pues el resultado final
depende en gran medida de la cantidad y calidad de la data utilizada para esto.

Debido a sus caracteristicas ANN puede ser considerado como un modelo de Black Box.

1.4. Meétodo de Uso Final

Es un método de ingenieria cuya idea responde al hecho de que la energia es usada
a través de equipos que son los que realmente satisfacen las necesidades de los usuarios y
que la energia total requerida sera producto del niimero de equipos por estrato y la energia
consumida por cada equipo. Se utiliza comtinmente en el sector residencial y poco en los
sectores comercial e industrial, debido en su mayor parte a la homogeneidad de los equipos
existentes en el sector residencial [12].

Este método proporciona informacién acerca de la forma en que es utilizada la energia
eléctrica por el usuario, y es muy util para evaluar el impacto de nuevos componentes y
tecnologias que se agregan a la red; como por ejemplo computadores, consolas de video juegos
o un carro eléctrico. Permite también analizar el impacto de ciertos programas, politicas y
respuestas de DSM y respuesta a la demanda (DR), dirigidos a manejar el uso de la energia

de manera eficiente.

1.5. Tendencias recientes en la modelacién de la carga

Los modelos que se han mencionado anteriormente pueden describir la carga en
condiciones normales de operacién, por lo que se puede decir que son adecuados para la
forma en que son estudiados y analizados normalmente los S.E.P., como una foto de la

red en un instante de tiempo dado, manteniendo valores constantes. Sin embargo, como ya
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se ha mencionado antes el S.E.P. posee un comportamiento dinamico, ademas de ello, al
presentarse una perturbacion se espera que el modelo responda adecuadamente, y por cada
tipo de perturbacion hay un analisis pertinente, por lo que para cada anélisis hay un modelo
adecuado para su estudio. Eso implica que para analizar el S.E.P. con respecto a un fenémeno
hacen falta distintos modelos, los cuales a pesar de adecuarse al analisis de la respuesta bajo
perturbacion, son homogéneos desde el punto de vista dindmico [9].

El problema radica en que los sistemas de potencia cada dia se vuelven mas complejos;
cada dia nuevos equipos son conectados para trabajar junto con los ya existentes y la
electronica se ha aduenado en gran parte de la carga del consumidor, por lo que la misma ya
no se comporta de forma homogénea. De hecho, cada dispositivo tiene un comportamiento
unico dependiendo de la tecnologia utilizada y del fabricante.

Por lo tanto, las nuevas técnicas y modelos se centran en representar el impacto de un
gran numero de dispositivos distintos en el comportamiento de la carga bajo condiciones de
operacién normal y anormal. De alli, tres grandes tendencias pueden ser resaltadas en post

de esta tarea:

1.5.1. Identificacion de Caja Gris

Este método combina las ventajas del White Box (un significado fisico con respecto a la
carga) y Black Box (modelacion sin conocimiento previo de la carga), por consiguiente estd
basado en un sistema de mediciones y también en informacion auxiliar, asociado a las leyes
fisicas que describen el funcionamiento de la carga [9].

Esta técnica de modelacién corresponde a una nueva area de identificacién y ya que
provee un modelo mas general incluso con un nimero de mediciones limitadas, tiende a ser

usada para modelacion y pronostico.

1.5.2. Técnicas de Inteligencia Artificial con modelacién Top-down

Top-down permite la modelacion de las cargas asociadas vistas desde un alimentador,
area o subestacion. Este método combinado con técnicas de inteligencia artificial lleva a
resultados interesantes ya que los parametros del modelo pueden ser modificados a través de
reglas heuristicas almacenadas en una base de conocimiento conocida. Ejemplo: ANN[4, 14],

sistemas expertos, Logica de asociacion difusa, etc [9].

1.5.3. Modelacién Bottom-Up con modelos individuales detallados

Bottom-up estd pensado para determinar el modelo de cada elemento del sistema.
De tal forma, permite modelar elementos individuales como: lamparas, calentadores, aires

acondicionados, etc. Con los avances en la programacion y poder de computo este método
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puede ser combinado con la programacién orientada a objetos (o agentes) para representar
cada modelo distinto como distintos casos del mismo contexto computacional [9].

Cada consumidor posee una cantidad de dispositivos conectados a la red que son
desconocidos y muy variados en su comportamiento, por lo que no es una opcioén directa el
aplicar técnicas de modelacion que necesiten una entrada de los parametros fisicos especificos
de las cargas.

Sin embargo, se posee las mediciones de consumo de potencia de dichos usuarios en
ciertas muestras de tiempo, lo cual devuelve informacién acerca de como usan ese conjunto
de cargas de las cuales disponen dentro de sus hogares, cuanto consumen y sus habitos
en el uso de ellos. Por lo tanto, basandonos en la data histérica de los usuarios de la red
es viable utilizar métodos estadisticos para generar un modelo de demanda apropiado que
pueda describir de forma general el comportamiento de grupos o estratos de consumidores,
generalizando asi un modelo no de la carga como dispositivo sino como la demanda ocasionada

por el usuario.



CAPITULO 2
DEMANDA ELECTRICA

La Demanda Eléctrica, segin la Ley del Servicio Eléctrico [15] se define como el
requerimiento de potencia y energia eléctrica de un usuario, sector o sistema eléctrico.

La Energia Eléctrica, segiin la misma ley, estda definida como “la potencia eléctrica
producida, transmitida o consumida en un periodo determinado. Se mide y se expresa en
vatio hora (Wh) o en sus multiplos: kilovatio hora (kWh), Megavatio hora (MWh), Gigavatio
hora (GWh) o Teravatio hora (TWh)”.

Su analisis generalmente se realiza a través de la modelacién de la energia demandada
por los distintos tipos de consumidores, desagregando estos desde un punto de vista sectorial
en residencial, comercial e industrial. Posteriormente la potencia es obtenida haciendo uso
de variables asociadas a la forma temporal de la carga [12].

Existen multiples factores vinculados directa o indirectamente con la demanda de
energia eléctrica. Entre ellos se encuentran los socioeconémicos, demograficos, urbanos,
climaticos, tecnologicos, entre otros. A corto y mediano plazo los factores que se usan para
establecer la demanda de electricidad son el precio de la electricidad, el nivel de actividad
econémica y los climéticos [12].

A largo plazo se consideran ademas el precio del combustible, precio del equipamiento
que usa la energia y factores socio-demograficos tales como el crecimiento de la poblacion,
grado de urbanizacion del pais, etc.

El modus operandi clasico del sistema eléctrico de potencia es unidireccional y orientado
de tal forma que la demanda total conocida por el servicio eléctrico es una suma de la demanda
individual de un diverso conjunto de consumidores; cada uno con una cantidad desconocida
y numerosa de dispositivos eléctricos vinculados a una barra del sistema. Tomando en cuenta
el nimero de consumidores en el sistema de distribucién, la deficiencia en la medicion
estacionaria, asi como el registro de dispositivos en las barras del sistema, dificulta el anélisis
del comportamiento diario de la carga [2, 9.

Un ntmero limitado de grandes plantas de generaciéon alimentan la red para mantener
satisfecha la demanda y el balance de energia en todo momento. La inestabilidad de las
fuentes de energia renovables y dispositivos electro-moviles son nuevos retos para mantener

este balance, lo que crea la necesidad de métodos de control mas sofisticados.
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2.1. Factores caracteristicos de la carga

Para fines de operar y planificar el sistema de distribuciéon de energia eléctrica, se
requiere que el comportamiento de la demanda en el tiempo sea caracterizado mediante una
serie de factores que la describen en cierto periodo muestreado. Un punto importante es que
la demanda no se comporta de manera constante, se encuentra continuamente variando en
el tiempo, y la representacion de esta se hace mediante el conjunto de valores de la misma

con respecto al tiempo, conocido como curva de carga y perfil de carga [8].

Curva de Carga: Es una representacion del comportamiento continuamente variable de

la demanda, mediante el conjunto un valores de la misma con respecto al tiempo.

Factor de Demanda: Es la relacién entre la demanda maxima de un consumidor en el
tiempo muestreado y la carga total conectada. Este se calcula para cada consumidor de

manera individual.

Pmaz

FD=Gre

(2.1)

Factor de carga: Corresponde a la relaciéon entre la carga promedio y la carga maxima en
el tiempo muestreado. Representa la porciéon de tiempo total de mediciéon para la cual podria

estimarse un pico de carga sostenido.

1
— [ P(t)dt
FC:PProm:T

Pmaa: Pmaz

(2.2)

Factor de Valle: Es la relacion entre la carga minima y la carga maxima dentro del tiempo
evaluado. Mientras menor sea el valor mayor es la diferencia entre el valor minimo y el valor

méximo de la demanda.

sz’n

Fva e —
! APmawﬁ

(2.3)

Factor de Pérdida: Relacion entre las pérdidas de potencia activa promedio A Pp,,,, en

la red en un periodo de tiempo y las pérdidas maximas en la red AP,,,5.

APP?"om

AP (2.4)

Fperd =

Factor de Potencia: Aplica a la relacién entre la potencia activa y la potencia aparente,

también se calcula como el coseno del angulo entre tension y corriente.
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fp="7 (25)

Factor de Utilizaciéon: Es la relacion entre la demanda maxima de potencia aparente

Smaz €n un tiempo T y la capacidad nominal de un cierto equipo o sistema.

Smax

FU =
Snom

(2.6)

Factor de Diversidad: Relacién entre la sumatoria de las demandas méaximas de las

cargas individuales y la demanda maxima del sistema.

max

Fdiv=%-"7— (2.7)
sistema

Factor de coincidencia: Se define como el inverso del factor de diversidad.

Fcoin = (2.8)

Fdiv
2.2. Medidor de Energia

El medidor es un dispositivo que permite la lectura de la energia consumida por cierto
usuario en un periodo de tiempo (un dia, un mes..) y le permite a la empresa el cobro del
servicio por distribucién de la energia, con lo cual esta puede mantener una calidad de servicio.
Este dispositivo ha tenido una gran evolucion con el tiempo y el avance de la tecnologia, desde
los primeros contadores de energia eléctrica de induccién cuyo funcionamiento se basaba en
la reaccion de la corriente de la carga sobre una bobina movil, la cual al realizar su giro,
permite la contabilizacién de energia activa de forma indirecta [10]. Hasta hoy en dia con la
aparicion de los avanzados medidores inteligentes, pilar de las conocidas redes inteligentes.

Este tdltimo es un dispositivo, mayormente electrénico, que vincula multiples funciones,
permitiendo asi la lectura de un conjunto de parametros eléctricos, el almacenamiento de
informacion, la comunicacién alambrica e inalambrica de forma bidireccional, el corte y

reconexion remotos, entre otros.

2.3. Gestion de la Demanda

El DSM es un conjunto de técnicas y politicas que pueden ayudar a proveer gran
eficiencia a la hora de la planificacion y operacion de la red eléctrica, asi como resolver
cuestiones de sostenibilidad y conservacién de energia [2]. DSM incluye todo aquello que

es hecho del lado de la demanda en un sistema eléctrico. Comprende desde el cambio
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de bombillos incandescentes por bombillos ahorradores, hasta la instalacion de sistemas
complejos para el manejo de cargas dindmicas [12]. En este &mbito se busca cada vez més,
nuevas estrategias que involucren al consumidor en el manejo eficiente de la energia que
consume en orden de ofrecer el mejor servicio a diferentes tipos de usuario o encontrar
oportunidades en el mercado [2].

Su principal ventaja estd en que es menos costoso influir en la demanda de forma
inteligente, que construir una nueva infraestructura de generacién o instalar muchos
dispositivos de almacenamiento [12].

El manejo eficiente de la energia, ya sea en edificaciones o zonas industriales, comienza
con la informacion y el entendimiento de los procesos involucrados [12]. Cada consumidor
posee pequeiios problemas ocultos que por si solos comparados con el sistema entero no
son gran problema, pero al sumarse en gran ntimero los pequenios problemas de cada uno
aparecen coincidencias que pueden implicar despilfarro de energia que produce pérdidas para
el servicio y disminucién de la calidad para el propio y el resto de los usuarios.

Por ello, la adquisicion de la informacién es sumamente importante, no se puede saber
qué posee o no directamente el usuario dentro de su hogar sin preguntarle directamente, sin
embargo, mediante una infraestructura de adquisiciéon de la data, es decir, una adecuada
infraestructura de medicién y el posterior analisis de los datos generados por la misma, se
puede conocer el patrén de consumo de dichos usuarios y ser agrupados por la similitud en
su comportamiento.

Esta informacién permite a un especialista o un algoritmo inteligente interpretar el
patron de consumo y asi el analista puede encontrar una forma de reducir los picos de
carga, ya sea penalizando los picos o incentivando el consumo a ciertas horas a través de la
implementacion de una tarifa horaria [2].

Entre algunas de las técnicas méas usadas en los programas de DSM estan:

Recorte de picos: Es un programa de corte de carga, reduccion de a demanda ante cargas
pesadas. La reduccion de la duracién de los picos de demanda puede ser tratado a través
del control directo de las cargas, apagando los equipos del consumidor o a través de la

implementacion de generacién distribuida [2].

Conservacion Estratégica: Este programa esta disefiado principalmente para la
reduccién de consumo de energia por temporada a través de un consumo eficiente. Incluye

incentivos enfocados al cambio hacia tecnologias ahorradoras [2].

Carga del Edificio: Es un programa para controlar el incremento en el consumo de energia

de un edificio segtin la temporada. El prestador de servicio emplea sistemas inteligentes,
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procesos, equipos mas eficientes y fuentes de energia mas competentes para lograr una mayor

eficiencia.

Llenado de Valles: Esta enfocado al consumo fuera de los picos. Construye periodos
de consumo fuera de los picos, los cual es particularmente deseable debido al bajo costo en

generacion. Esto causa un decremento en el precio promedio y mejora la eficiencia del sistema

[2].

Cambio de carga: Consiste en transferir grandes bloques de demanda de los periodos pico
a los de menor consumo sin cambiar el consumo total. Esto también es posible a través de

generacién distribuida [2].

Curva de Demanda Flexible: Es un conjunto de acciones y planes integrados entre el
consumidor y el prestador de servicio, sujetoa la necesidad del momento. Es un trabajo en
conjunto con el objetivo de moldear la carga del consumidor, sin afectar sus condiciones de
seguridad, limitando la potencia y energia que el usuario puede consumir en ciertos instantes

instalando dispositivos limitadores de carga [2].

2.4. Caracterizacion de la carga

La caracterizacion de la carga es un proceso en el cual se modela la misma como un
patrén de consumo de potencia promedio en el tiempo, que representa el comportamiento
del usuario en ese lapso. De este modelo es posible identificar factores que contribuyen en
la evolucion del sistema eléctrico, y asi predecir el crecimiento de la demanda de una red
existente o una nueva red de interconexion. Esto permite optimizar la planificaciéon y manejo
del sistema seleccionando las acciones mas apropiadas segun el tipo de carga [8].

Segun el articulo 61, de la ley para el servicio eléctrico vigente en la Republica
Bolivariana de Venezuela, El Ministerio del Poder Popular con competencia en materia
de energia eléctrica para la caracterizacion y clasificacion de los usuarios, considerara los

siguientes aspectos [15]:
= Uso de la energia eléctrica
= Nivel de consumo
= Ubicaciéon geografica
» Caracteristicas técnicas del servicio suministrado

Este proceso se realiza a través de mediciones y encuestas que, a través de métodos estadisticos

permiten conocer la forma en que cada usuario hace uso de la energia a través de distintos
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dispositivos eléctricos y electronicos asociados a su calidad de vida, trabajo, etc. [8] y ademaés,
conocer el patron que mas se asocia a cada estrato con el fin de mantener una clasificacion de
los usuarios segin los aspectos anteriores, importante para la decisién de estratos tarifarios,
planificacion de operacion, predicciéon de demanda, entre otros.

Existen multiples métodos computacionales para la clasificacion y modelacién de estos
patrones de demanda, entre las cuales se destacan en el estado del arte el uso modelos
heuristicos, redes neuronales artificiales, sistemas expertos y técnicas de mineria de datos.

En el presente trabajo para este proceso nos centraremos en este tltimo método.



CAPITULO 3
MINERIA DE DATOS

La mineria de datos es un campo de la estadistica y la ciencia de la computacion referido
al proceso que intenta descubrir patrones en grandes volimenes de datos [16], es el proceso
estandar a la hora de recolectar informacion ttil proveniente de un flujo de datos, como
el consumo de usuarios, inyeccion de energia renovable, y estado de bateria de un vehiculo
eléctrico, y transformar en algo entendible para su posterior uso. El proceso de mineria de
datos envuelve el uso de algoritmos para el descubrimiento de patrones entre datos siguiendo
criterios de similitud [17].

En el problema de clasificacién y caracterizacion de carga, un conjunto de puntos en
una data pre clasificada alimenta al algoritmo de clasificacion, el cual intenta descubrir una
regla, que describe, tan preciso como sea posible, la clasificaciéon observada. La clasificacion de
carga esta basada en un proceso de clustering, que es usado para definir grupos e identificar

distribuciones en una data provista [17].

Definiciones importantes:

Media: Es el valor obtenido al sumar todos los daros y dividir el resultado entre el

numero de elementos.
1
H= n Z Li (3.1)

= Mediana: Es el valor que ocupa el lugar central de todos los datos cuando estos se

encuentran ordenados de menor a mayor.

= Varianza: Es el promedio del cuadrado de la desviacién respecto a la media de una

distribucion estadistica. La varianza intenta describir la dispersion de la data.

n L 2
ol = M (3.2)
n

= Desviacion tipica: Se define como la raiz cuadrada de la varianza. Es una medida de

dispersion para variables cuantitativas y de intervalo.
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» Dendograma: Es una representacion grafica, en forma de arbol, en la cual se organiza
la data en subcategorias que se van dividiendo en otras hasta llegar al nivel de detalle

deseado.

3.1. Analisis de Clustering

Un cluster es un conjunto o grupo de data, cuyos elementos son similares entre si, y
disimiles entre ellos y otros clusters. El andlisis de clusters incluye una coleccién de técnicas
que permiten agrupar entidades multidimensionales de acuerdo a varios criterios de sus grados
de homogeneidad y heterogeneidad, es decir, encontrar patrones de asociaciéon formando
grupos conformados por muestras de patrones mas similares entre si con respecto a otros
grupos [18].

El problema central es repartir M individuos en K grupos de tal forma que en algin
sentido los individuos de un grupo muestren homogeneidad y los grupos diferentes muestren
heterogeneidad [18]. El andlisis de clusters es distinto a una clasificacién, ya que los elementos
de la data no poseen etiquetas que los clasifiquen como partes de ciertos grupos; el algoritmo
de clustering no parte de una hipotesis de pertenencia de estos objetos, sino que supone una

la cual puede ir variando hasta identificar y agrupar cada patrén dentro de algin cluster.

3.1.1. Medidas de similitud

El proceso de clustering debe seguir un criterio, es alli donde el concepto de similitud
es fundamental, pues es una medida de correspondencia entre los objetos que van a ser
agrupados [5]. La similitud entre objetos puede medirse de varias formas, pero tres métodos
dominan las aplicaciones en analisis cluster: medidas de correlacion, medidas de distancia, y
medidas de asociacién [5].

Para el caso del andlisis cluster en la identificacion de consumidores del Sistema de
Distribucién de Energia Eléctrica, en el cual se emplea el algoritmo para identificar patrones

de consumo, predominan las medidas de distancia.

= Medidas de distancia: Representan la similitud como la proximidad del objeto
referente a otro objeto de la muestra. Son medidas de diferencia en donde los valores

elevados indican una mayor dictancia entre los objetos [5]:

Considerando una muestra de X = x, zo, ..., X,, objetos a analizar, donde cada objeto consta

dem =1,2,..., M elementos entonces:

1. Distancia Euclidiana:

M
d(z;,x;) = Z Tim — Tjm)? (3.4)
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2. Distancia Manhattan: .
d(z;, z;) Z Tim — Tjm) (3.5)
m=1

3. Distancia Minkowski:

d(z;,z;) = \J Z Tim — Ljm)P (3.6)

Donde z;,z;s0on los dos objetos a comparar y m = 1,2, ..., M son los elementos dentro de
cada objeto, siendo M el nimero total de elementos.
Al aplicar dichas distancias se obtiene una matriz triangular conocida como matriz de

similaridad, cuyos elementos corresponden a la distancia entre cada objeto y el resto.

Propiedades de las medidas de distancia:
w d(x;,x;) >0sii#j,yd(z;,x;) =0 «Positividad
v d(x;,z;) = d(z;,x;) <Simetria

v d(x;,x;) < d(x;, xr) + d(xg, x;) <Desigualdad triangular

3.1.2. Meétodos de Clustering

Existen muchos métodos de clustering en la literatura, y [4, 12, 14] muestran los més
utilizados para la clasificacion de consumidores en el sistema de distribucién. Sin embargo,
en este proyecto se compararon los métodos més relevantes dentro de la literatura consultada

pera el objetivo a cumplir, los cuales son: Jerarquico, K-medias, K-medianas y Sigue al Lider

Modificado (MFL).

3.1.2.1. Jerarquico

Este es un método en el cual se puede empezar desde una cantidad M de grupos o
un solo grupo de M objetos. El primer caso se conoce como “aglomerativo”, en el cual se
posee M grupos que se van aglomerando para formar nuevos grupos segiun el criterio de
distancia utilizado. El segundo caso se conoce como método “divisivo”, en el cual el grupo
M es desglosado hasta formar los K grupos pertinentes.

Se construye una matriz Mz M usando alguna medida de distancia (la més utilizada es
la distancia Euclidiana). A continuacion las M muestras son agrupadas usando criterios de
enlace basados en la matriz de similaridad calculada anteriormente. Este proceso se repite
una y otra vez de forma iterativa ordenando los grupos de cada nivel: mas grandes arriba;
hasta que todas las muestras pertenecen a un grupo [4]. El historial del proceso se mantiene
con la idea de formar una estructura de arbol binario que puede ser representada mediante

un dendograma, como el mostrado en la figura 3.1.



20

Dendograma

1500

1000

Pesos

500
|

-l A AL P

= —] Lo
caoy IR OISO 00 S 2 O [=5%
I e pos o e o e SRt

Figura 3.1: Dendograma resultante de un proceso de clustering jerarquico [19]

Para efectos de este proyecto se decidié optar por una variacién de este algoritmo, en
la cual se usa el criterio de similitud Ward. En dicho algoritmo, los grupos estan formados

de tal forma que se pueda minimizar la suma de los cuadrados de los grupos.

n® % n®

2(7(s) (1)

dw(s, t) =

La distancia dy (s,t) entre 2 grupos s y t es la medida del incremento de cuadrados si
dos grupos se uniesen [4]: donde n® y n® son el n° de objetos en s y t, z*) y 2 son el

centro de los 2 grupos, y d?(,) la distancia evaluada utilizando la norma Euclidiana.

3.1.2.2. K-medias

Es conocido también como método de particion. En este los K grupos son impuestos
por el usuario, el nimero de grupos 6ptimo se define por ensayo y error.

En primer lugar se inicializa el algoritmo asignando al azar un grupo &k = 1,2,..., K
para cada objeto de la muestra. El siguiente paso es calcular el centro r = ry, 7y, ..., R de
cada grupo, computando este como la media entre los objetos pertenecientes al mismo grupo
y se procede con el calculo de la matriz de distancia entre cada objeto m = 1,2, ..., M y cada
centro r;. Los objetos luego seran reasignados al grupo maés cercano. El proceso se repite

iterativamente hasta que los grupos dejan de cambiar.
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Este método es altamente usado, sin embargo, como el nimero de grupos es asignado
a priori presenta la desventaja de ser sensible a los casos excepcionales en las muestras. Para
resolver este detalle se han creado muchas variaciones: Fuzzy K-medias Difuso [4], WFA

K-medias [5], entre otros.

3.1.2.3. K-medianas

Esta es una variaciéon del conocido K-medias, en la cual se realiza el mismo
procedimiento para la identificacion de patrones en la muestra, sin embargo, el criterio de
similitud utilizado en este algoritmo es la distancia Manhattan; por otro lado, se sustituye
el célculo de la media de los arreglos integrantes de un grupo para calcular los centros por el
calculo de la mediana. Esto permite que sea mas robusto ante valores atipicos. En la figura

3.2 se muestra un flujograma del proceso de este algoritmo.

Defino K
Grupos.
=1

Asigno gruposa las
curvasal azar

Calculo el centro
de cadagrupo
[Mediana)

Calculo disancia de
ada wiva al centro de

cada grupo | = Tolersncia

Asgno curvas a grupo Alguna curva
MaE Cercanc cambio de grupo

Figura 3.2: Flujograma K-medianas
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3.1.2.4. Sigue al Lider Modificado

Una importante cualidad de este algoritmo es que no requiere establecer previamente
los grupos, sino que los calcula sobre la marcha. Posee también una modificacion en la

distancia Euclidea implementada para calcular las distancia entre grupos; se le agrega un

factor o /prom(c®) , donde o7, es la varianza del j-ésimo objeto de la muestra total y

prom(o?) es el promedio entre las 032. [4, 14].

J 2
Ay 79y = |30 %m0y 38
(y T ) = pT’OW(O'Q) (yy rzg ) ( )

donde 7% es el centro k-ésimo durante la i-ésima iteracion.

El procedimiento esta compuesto por muchas iteraciones, en la primera iteracién se
asignan K clusters y el nimero n*) de objetos pertenecientes a cada cluster, dependiendo de
un umbral p. Todos los objetos son comparados secuencialmente, asi, si la distancia euclidiana
ponderada entre el objeto y un centro de alguno de los grupos existentes es la minima entre
los clusters y menor al umbral p, entonces ese objeto pasa a formar parte de dicho cluster
y se recalculan los centros nuevamente. Asi sucesivamente hasta que todos los objetos son
asignados a su grupo, o cluster, més cercano ¢ y se recalculan los centros (@ [5].

Si la distancia al cluster mas cercano no estda dentro del umbral entonces ese objeto
pasa a formar un grupo independiente. De esa forma los elementos se van moviendo de grupo
en grupo segun la distancia a los nuevos clusters hasta que el proceso termina en la i-ésima
iteracion cuando ya ningtin objeto cambia de grupo o el algoritmo llega al limite de iteraciones

[5]. Es posible observar el flujograma de este algoritmo en la figura 3.3.
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Figura 3.3: Flujograma Modified Follow de Leader [5]

Presenta la desventaja de una alta complejidad en su implementacion, lo que lo hace

ademdas computacionalmente bastante lento. Es insensible a los casos excepcionales.

3.1.3. Validacién de los clusters

Una vez realizado el proceso de clustering es conveniente validarlo a través de ciertas
métricas, que permiten conocer la eficiencia del algoritmo al agrupar la data en K clusters.

para ello definimos primero:
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Distancia entre dos vectores [(?) y 1) pertenecientes a un subconjunto L*):

N 1 M .
(19,19 = JM ST - 1)) (3.9)
m=1

donde M es el numero de elementos de cada vector.

Distancia del centro del grupo 7*) al subconjunto de objetos que lo constituyen L®*):

1 n(K)
d(r® L) \ln(K) S @2 (r®), 10m) (3.10)
m=1

donde n®) es el numero de objetos en un cluster.

Hecho esto, las medidas de eficiencia estan definidas por :

1. Mean Index Adequacy (MIA): se define como la distancia promedio entre cada vector

asignado a un cluster y su centro [5]:

MIA_J Zd2 ), 18)) (3.11)

esta medida estd basada en la distancia Euclidiana entre los diagramas de carga y los
centros de los grupos representados [4]; y muestra que tan distintos son entre si los
clusters. Algoritmos con mejores resultados en este indice implican mayor eficiencia

para aplicaciones en las que se necesitan grupos bien diferenciados [5].

2. Clustering Dispersion Indicator (CDI): Depende de la distancia entre objetos en el

mismo cluster, e inversamente, de la distancia entre centros de grupo [5].

[et
cpr = V&

@K S P, R))

i Tty d2(1, L))

(3.12)

Esta medida arroja informacién acerca de qué tan compactos son los grupos a los que

pertenece cada curva [4]. Permite reconocer la homogeneidad de los grupos formados.

En ambos casos, MIA y CDI, mientras menor es el valor mejor; mas eficiente es el algoritmo.
Dicho ya esto, una de las preguntas mas importantes al utilizar cualquiera de los
métodos de clustering, si no la mas importante, es: ; En cudntos grupos debe clasificarse
la muestra?
Para el caso de los algoritmos Jerarquicos y Sigue al Lider Modificado, es una pregunta
que se responde a través del ensayo y error. En el primer caso observando el dendograma se

realiza el corte en el arbol hasta obtener el niimero de grupos ideal, decidido por el analista;
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mientras que en el segundo caso es necesario correr el algoritmo sucesivas veces variando el
umbral hasta que se obtiene la cantidad de grupos més idénea [5]. Es importante destacar que
ya que este algoritmo decide la cantidad de grupos a clasificar la muestra segtin el umbral,
es posible que no pueda formar cierto niimero de grupos.

Otro método para la estimacion de grupos a clasificar es el amalgamiento, que consiste
en descubrir de forma visual el punto en donde la distancia entre grupos (MIA) empieza
a variar de forma menos significativa. También se conoce como curva del codo y es
frecuentemente utilizado para determinar el niimero de grupos a preestablecer en k-medias.

En la figura 3.4 se observa una curva de amalgamiento evaluada a través del algoritmo
K-medianas, de 2 a 30 grupos, utilizando data publica proporcionada por la empresa de

servicio eléctrico PSEG, de New Jersey, y ya se encuentra clasificada en 6 grupos.

Curva del codo

0.2
0.18

0.16

0.1

0.08

5 10 15 20 25 30

# de Grupos

Figura 3.4: Curva del codo evaluando de 2 a 30 grupos

3.2. Seleccion del algoritmo

Tres de los algoritmos antes descritos K-medias, Kmedianas y Sigue al Lider Modificado
fueron programados en la herramienta computacional de software libre Python 3.5, y se
compararon entre si utilizando los indices de eficiencia MIA y CDI de 2 a 15 grupos para
ver su comportamiento, ademas se plantea el algoritmo Jerarquico "ward” de la libreria
sklearn.cluster para comparar con un paquete comercial, utilizando el mismo set de curvas

promedio PSEG, el cual es publico y accesible a través de [20]. En la figura 3.5 se muestra
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el histograma de dicha data a 3 horas distintas del dia. El hardware usado para su corrida
fue un ordenador con procesador intel core i7 de 2.5 GHz, con 8 Gb de memoria Ram, 1 Gb

GPU. Los resultados obtenidos se muestran en las tablas 3.1 y 3.2:
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(a) Histograma Data PEG 7 a.m.  (b) Histograma Data PEG 12 p.m.  (c) Histograma Data PEG 6 p.m.

Figura 3.5: Histograma Data usada para la prueba de los algoritmos. Eje x: Potencia maxima
normalizada. Eje y: Frecuencia

Tabla 3.1: Indice Mia, de 2 a 15 grupos

grupo  Jerarquico K-medias  K-medianas MFL

2 0.175651993 0.173757669 0.180005957 NA
3 0.153962122 0.152728316 0.159316328 NA
4 0.142727541 0.136759913 0.143441820 NA
) 0.127441498 0.127901177 0.136158489 NA
6 0.116381046 0.117518763 0.127954101 NA
7 0.115418174 0.110955959 0.115556112 NA
8 0.110913108 0.106246326 0.109154706 NA
9 0.115550717 0.114232944 0.108559947 NA
10 0.110728389 0.114482003 0.103704044 NA
11 0.105920869 0.105342847 0.100349275 NA
12 0.103163933  0.09825277 0.102165693 NA
13 0.100605872 0.102386322 0.092529366 NA
14 0.097707268 0.108374018 0.092175372 NA
15 0.104914774 0.097468290 0.094748064 NA

MFL ofrece un resultado al converger todos los elementos hacia un estrato especifico
del cual no cambiara en una proxima iteracion o al cumplir un niimero maximo de 1000
iteraciones ( Ese ntimero puede cambiar de manera subjetiva dependiendo del criterio de la

persona que lo usa). Sin embargo, el MFL programado en este proyecto no logro converger ni
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superar el numero maximo de iteraciones en un tiempo aceptable, pues se permitié la corrida
de la simulaciéon en un maximo de 12 horas en las cuales el algoritmo solo logro culminar 3

iteraciones. Por lo que no presenta entradas en la tabla comparativa.

Indice MIA

—e— k-means
0.2 k—m?dlalns
—e— Jlerarguico "ward”

0.16

MIA

0.14
0.12

0.1

2 4 6 8 10 1z 14

# de Grupos

Figura 3.6: Curva representativa de MIA para distintos algoritmos de clustering

En la figura 3.6 se puede observar de forma grafica la comparaciéon entre los resultados
del indice aplicado a los algoritmos Jerarquico, K-medias y K-medianas; no hay mucha
diferencia entre la eficiencia de los algoritmos con respecto a su diferenciacion de unos grupos
con respecto a otros, sin embargo, k-medias a primera vista aparenta ser el méas 6ptimo, hasta

el décimo grupo, luego de ello se hace menos estable.
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Tabla 3.2: Indice CDI, de 2 a 15 grupos

grupo Jerarquico K-medias K-medianas MFL
2 9.24024 9.13247 23.45842 NA
3 5.50856 5.41021 4.74890 NA
4 3.80866 3.68454 3.25705 NA
5 2.88589 2.82144 2.63025 NA
6 2.25302 2.18971 1.99397 NA
7
8
9

1.60490 1.84009 1.88328 NA
1.37942 1.36875 1.23221 NA
1.13799 1.14077 1.10786 NA
10 0.98859 1.14450 1.19427 NA
11 0.89554 0.94926 1.09867 NA
12 0.82358 0.87943 0.82253 NA
13 0.76000 0.91188 0.69652 NA
14 0.70705 0.83167 0.71308 NA
15 0.64697 0.65580 0.59225 NA

Indice CDI

—e— k-means
k-medians
—e— Jlerarguico "ward”

20

CDI

2 4 6 8 10 1z 14
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Figura 3.7: Curva representativa de CDI para distintos algoritmos de clustering

En figura 3.7 la curva resultado de la aplicaciéon del indice CDI, desde 2 hasta 15
grupos, a los algoritmos evaluados. A partir del tercer grupo todos los algoritmos presentan

un comportamiento estable en su clasificacién con respecto a la similitud dentro de cada

grupo.
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Considerando que el objetivo es caracterizar el uso de la energia contratada por los
consumidores, y esta informacién se obtiene a través de dispositivos, pueden surgir situaciones
donde las mediciones de estos no sean precisas ya sea por una averia del medidor, a causa
de una falla interna, danos ocasionados por un tercero, o simplemente el comportamiento
normalmente estocastico del objetivo a medir. Es muy probable que se presenten mediciones
atipicas, falta de datos o valores extremos que no se relacionan en nada con el comportamiento
normalizado de la poblacion, por lo que el algoritmo a escoger debe ademas ser robusto ante
estos valores. Para poder simular esta situacion se introdujeron valores extremadamente altos
de manera aleatoria en el conjunto de datos evaluado y se calcularon los indices nuevamente

para observar su comportamiento.

Tabla 3.3: Indice MIA, de 2 a 15 grupos

grupos Jerarquico K-medias K-medianas MFL
2 9.50174 0.38999 0.39063 NA
3 0.19050 0.34484 0.44160 NA
4 0.11126 0.40209 0.40791 NA
5 0.11114 0.35552 0.36858 NA
6 0.10868 4.64408 0.46991 NA
7
8
9

0.10734 4.29965 0.49653 NA
0.10057 0.30521 0.36886 NA
0.09464 3.79231 0.35306 NA
10 0.09623 3.59786 0.33389 NA
11 0.09353 3.43081 0.41272 NA
12 0.09915 3.28476 0.39809 NA
13 0.09599 3.15622 0.29874 NA
14 0.09386 3.04156 0.28886 NA
15 0.09203 2.93829 0.28116 NA
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Figura 3.8: Curva representativa de MIA para distintos algoritmos de clustering

La tabla 3.3 y la figura 3.8 se muestran los resultados del indice MIA los cuales muestran
un indice muy alto para el caso de dos grupos, sin embargo aparenta el mejor resultado para
el resto de los casos evaluados, en segundo lugar se encuentra el K-medianas el cual obtiene
un indice bastante bajo y se mantiene estable entre todos los casos. Por ultimo se observa
que el K-medias posee un resultado contraproducente a partir del caso evaluado para 5
grupos y un comportamiento bastante inestable a partir de alli; esto se puede atribuir a que
como el operador promedio usado en este método esta compuesto por la sumatoria todos
los elementos entre la cantidad de los mismos el resultado puede ser muy influenciado por

términos de magnitud muy alta o muy baja.
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Tabla 3.4: Indice CDI, de 2 a 15 grupos

grupo Jerarquico K-medias K-medianas MFL
2 0.76291 0.68782 0.68797 NA
3 0.20637 0.46506 0.47754 NA
4 0.10511 0.37572 0.37571 NA
5 0.06469 0.32411 0.32428 NA
6 0.05076 0.16066 0.28730 NA
7
8
9

0.04168 0.14405 0.26089 NA
0.03604 0.24317 0.24160 NA
0.03134 0.12275 0.22576 NA
10 0.02811 0.11542 0.21276 NA
11 0.02543 0.10928 0.20069 NA
12 0.02308 0.10338 0.19124 NA
13 0.02160 0.09942 0.18399 NA
14 0.02033 0.09481 0.17674 NA
15 0.01923 0.09124 0.17023 NA

Indice CDI

0.8 —e+— k-means
k-medians
~—e— Jerarquico "ward”

0.6
0.5

0.4
0.2 \\/\\__
0.1

# de Grupos

CDI

Figura 3.9: Curva representativa de CDI para distintos algoritmos de clustering

La tabla 3.4 y la figura 3.9 muestran los resultados al evaluar el caso con introduccién
de valores atipicos extremos en el conjunto de datos, en este caso todos los métodos
muestran indices bajos lo que implica un buen ajuste para los propuestos, es decir, que

los grupos formados por cada método son homogéneos en si mismos. El método que presenta
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mayor homogeneidad es el Jerarquico, seguido por el K-medias, el cual presenta mejor
comportamiento a partir de seis grupos.

Considerando los casos anteriores el primer algoritmo a tomar en cuenta es el Jerarquico,
sin embargo la naturaleza aglomerativa con la que realiza la estratificacion no permite
considerarlo como primera opcion para el objetivo de estratificacion de consumidores de
energia eléctrica. Esto se debe a que a pesar de que efectivamente separa los usuarios en
estratos bien diferenciables entre si, al encontrar un consumidor con mediciones atipicas
separa este usuario como un inico estrato sin ningtin otro usuario asociado.

Por esa razon, se decide tomar como algoritmo principal para la plataforma el algoritmo
de K-medianas el cual ha mostrado buenos resultados tanto en las condiciones naturales del
conjunto de datos evaluado como en el caso al cual se le introdujeron mediciones atipicas,
observandose un mejor resultado al momento de realizar estratos diferenciados entre si en

comparacion con el K-medias.



CAPITULO 4

METODOLOGIA Y DESCRIPCION DE LA PLATAFORMA
PARA CARACTERIZACION DE CARGA

4.1. Descripcion general

El presente capitulo esta guiado a explicar la metodologia empleada para la
caracterizacion de la carga y funcionamiento de la herramienta computacional desarrollada
para la implementaciéon de la misma. El software estd compuesto por un programa
principal llamado Caracterizacion .py y una serie de funciones enfocadas a la extraccion
y procesamiento de los datos, las cuales se encuentran empaquetadas en una libreria de
nombre pyCyDes, y han sido desarrollados usando el lenguaje de programacion en software
libre Python 3.5, debido a que es un lenguaje con una amplia gama de herramientas de
analisis y desarrollo que permite la facil manipulacién de la data.

Otras librerias y funciones utilizadas en el desarrollo y corrida del algoritmo son:
= Numpy
= Pandas
» sklearn.metrics.pairwise: manhattan distances, euclidean distances
= plotly.graph_objs: Scatter, Pie, Box, Figure
= plotly.offline: plot
= time: time.time
= matplotlib.pyplot

La implementacién de este trabajo permitira al analista, utilizando técnicas de mineria de
datos, obtener informacion de miles de usuarios del sistema eléctrico que relaciona su consumo
entre si a modo de estratos que agrupan las tendencias actuales en el mismo, describir de
manera muy cercana los patrones que sus vidas cotidianas reflejan en la demanda energética
y la contribucién de cada grupo en aquellas horas en que es mas critica para el sistema,

cuando amenaza la capacidad del mismo; o en que el precio de generar esa energia es mayor.
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Figura 4.1: Esquema de la metodologia por etapas

La metodologia seguida es posible dividirla en 4 fases principales, como se muestra en
la figura 4.1: Recopilacion de la data, Pre-procesamiento, Procesamiento y Visualizacion.

La idea principal del software es la de tomar la data adquirida por el servicio eléctrico
y realizar luego una fase de pre-procesamiento que la prepara y normaliza para asi poder
ser procesada correctamente en la siguiente fase, en la cual se obtienen los estratos para ser
mostrada posteriormente al analista a través de la libreria pyplot dedicada para graficos
interactivos. En la figura 4.2 se puede observar el flujograma que describe los procesos

inherentes al programa principal.
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Figura 4.2: (a)Flujograma correspondiente a Caracterizacion.py
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Tabla F.de carga F.de valle
Estrato fc offpeak

Calcular eimprimir:
Potencia agregads,
Potencia, estratosy
contribucion de
consumidores

Calcular energia
en rangos
horarios

Contribucidn de
clientes en cada
rango horario (%)

Comparar estrato con
el contrato de cada
clientey graficar

Figura 4.4: (¢)Flujograma correspondiente a Caracterizacion.py

4.2. Recopilacion de la data

En primera instancia es necesario conocer la poblacién y establecer los criterios
necesarios para seleccionar una muestra representativa. Una vez definido esto la fase de
recopilacién de la data continua con la toma de las mediciones de cada uno de los usuarios a
estratificar. En un escenario en el cual existe una infraestructura de medicion inteligente AMI
esto es realizado por un medidor inteligente correspondiente a cada cliente del servicio, que
toma la medicién en cada intervalo de tiempo (15 min, 30 min o 1 hr) y envia la informacién
a una estructura centralizada que recibe y procesa la data.

En el escenario actual del sistema venezolano no existe aun este tipo de infraestructura,
por lo que la adquisicién se lleva a cabo a través de una campana de medicién, en la cual
se despliega por zona una cantidad de medidores (pertenecientes a la compana eléctrica o
contratados a una compania externa) y luego es recolectada la informacién de vuelta para su

procesamiento.
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4.3. Pre-procesamiento

Luego de adquirida la data, esta debe pasar por un proceso de preparacion previa para
poder ser utilizada y manipulada correctamente en el proceso de estratificacién. Este pre-
procesamiento consiste en transformar los datos de las mediciones de consumo de energia de
cada usuario a un formato de facil manejo y luego de ello estos pasan por dos subprocesos
importantes: sincronizacién y depuracion.

Para llevar la data a una forma facil de manipular dentro del programa la primera accién
es extraer la informacion adquirida desde un formato .csv, el cual contiene las mediciones de
potencia activa en intervalos de tiempo, mas el contrato correspondiente de dicho cliente con
el servicio eléctrico; y se convierte respectivamente en un objeto con caracteristicas de tabla
del tipo <pandas.DataFrame> que permite una facil manipulaciéon y bisqueda de los datos

obtenidos a través de las funciones de las librerias Pandas y Numpy.

4.3.1. Sincronizacién

Ya sea el instante inicial de medicion entre todos los medidores inteligentes o el momento
de instalacién e inicio de los medidores en una campana de medicion, ocurre que muy pocas
de las mediciones empezaran el registro al mismo tiempo, y en algunos casos los intervalos
de adquisicion de la data entre medidores es distinto; algunos podrian estar registrando las
mediciones cada minuto, mientras que otros cada hora o cada 15 minutos. Es por esto que el
primer paso del pre-procesamiento es sincronizar las mediciones.

Este proceso comienza recorriendo cada uno de los consumidores desde el primer
instante registrado por alguno de los medidores; revisando que exista o no mediciones vacias
(expresadas en forma de NaN, utilizado para representar contenido dentro de la tabla que
no son nimeros) hasta que llega a una posicién en la que todos los usuarios tienen un valor
medido al mismo tiempo y envia un mensaje al analista mostrando a partir de qué dia es
posible hacer un estudio de la poblacién completa. Seguidamente el analista procede a asignar
una fecha en la cual se realizard la medicién, y se obtiene una tabla con las posiciones de
tiempo de cada medicién para ese dia especifico en cada usuario.

Luego se sincronizan las mediciones de todos los usuarios al comtn denominador de las
frecuencias de registro; por ejemplo, suponiendo que se poseen tres usuarios de los cuales el
primero posee intervalos de medicion de 1 s, el segundo a 5 min y el tercero a 15 min, se

ajustan todos a intervalos de 15 min.

4.3.2. Depuracién

El siguiente paso es identificar y eliminar, de las muestras obtenidas, las

discontinuidades causadas por elementos NaN entre sus valores, y posteriormente los arreglos
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con este tipo de defectos son sacados de la muestra, tanto de la tabla de mediciéon de potencia

como la correspondiente al contrato.

Leer la data del archivo.csv

Introducir frecuencia de
muestreo deseada

Se selecciona cada posicion
del Data.Frame que
corresponda a la frecuencia
de muestreo introducida

Revisar la fila en busca de
NAN

El estudio es posible
completo desde la posicion
actual

Figura 4.5: (a) Diagrama de flujo del Pre-procesamiento

Siguientefila
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Introducir el dia de estudio

Buscar en la columna si existe

NAN
Siguiente

columna

Elimina
columna

Siguiente
columna

Figura 4.6: (b) Diagrama de flujo del Pre-procesamiento

4.4. Procesamiento y Visualizacién

En esta fase se recibe la data resultante del pre-procesamiento, que consta de una matriz
con los valores de medicion de los consumidores. Luego de ello, se normaliza la data para
trabajar con valores no mayores a 1, para esto se usa como valor de normalizacién la potencia
maxima de cada usuario y se almacena en forma de arreglo en la variable Pmaz. Este es un
paso necesario para la comparacion de los patrones, de otro modo, las medidas de similitud
utilizadas medirfan la diferencia de energia entre las curvas en vez de la distancia entre ellas,
asociando a los usuarios en base a la energia demandada pero sin importar el perfil que se
asocia a la actividad que realizan. Al igual que en la fase del pre-procesamiento, en esta
etapa se tiene que seguir varios pasos como: estratificacion, identificacion, potencia agregada

y contribucién en picos horarios.
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4.4.1. Estratificacion

El siguiente paso es la estratificacion de los usuarios, para lo cual se emplea el algoritmo
escogido en el Capitulo 3. Utilizando el método de K-medianas se evaliia la data para obtener
la curva representativa de cada estrato y la distribucion de los usuarios que pertenecen a
cada uno de ellos. Para escoger el nimero de estratos a generar se computa el indice MIA
iterativamente para crear una curva de amalgamiento que le dé al analista un punto de
partida.

Una vez se obtienen tantos modelos de curvas caracterizadas como grupos de
clasificacion estas se muestran al analista y se procede a calcular los factores de carga y
de valle de cada uno de los estratos adquiridos, para asi dar al analista un factor numérico
que complemente la grifica y le ayude en la identificacion del tipo de actividad realizada o

contrato asociado al patrén de carga estratificado, figura 4.7(b).
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Figura 4.7: Primer grafico resultante de la caracterizacion de los patrones de consumo

En la figura 4.7(a) se muestra una grafica generada al culminar el proceso de

caracterizacion de las curvas. Esta estd compuesta por tres gréaficos, el grafico 1 muestra

curva
s varianza
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por cada hora un diagrama de caja o conocido también como boxplot que permite ver la
distorsion en un conjunto de variables, con informacion referente a la media, mediana, valores
maximo y minimo, y muy 1til para observar valores atipicos (aquellos que exceden de las
lineas més lejanas de la caja). El grifico 2 muestra una linea central que corresponde al
patréon normalizado del conjunto de cargas caracterizado en el estrato actual, y alrededor
de esta linea un sombreado gris que es producto de +o(la desviacion estdndar). El grafico
3 muestra cuanto se aleja o se acercan los valores, del set de datos estudiado, de la media
utilizando como indice de medida la varianza. Como se puede notar las fases de Procesamiento

y Visualizacién van actuando al mismo tiempo a medida que avanza el algoritmo.

4.4.2. Identificacion

Luego de que han sido estratificados y graficados los grupos, inicia un proceso de
identificacién. Si la muestra pertenece a una poblacion la cual esta establecida y posee un
contrato vigente (una estratificacion previa) se procede a comparar la cantidad de usuarios de
cada estrato con su clasificacion previa. De no poseer un contrato, es posible para el analista
identificar los estratos asignando un nombre segiin el uso que le dan esos clientes a la energia;
infiriendo esta informacion a partir de las curva media y los factores que la caracterizan los

estratos obtenidos, figura 4.8.

el tipo de consumidor asociado al estrato 1:

e el tipo de consumidor asociado al estrato 2:

e el tipo de consumidor aseociado al estrato 3:

Figura 4.8: Identificacién de cada estrato

De esta identificacién es posible observar aquellos clientes cuyo patrén de consumo no
corresponde al asociado con el patrimonio que posee. Un ejemplo de esta situacion puede ser
una persona que posee una tarifa residencial, sin embargo, monta en su casa un negocio, de
soldadura, comida rapida, una lavanderia, entre muchas posibilidades; y por lo tanto al final
del dia su consumo real tiende al comportamiento de un estrato no residencial comercial, y

se debe poner atenciéon en él para evitar irregularidades.
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Figura 4.9: Estratos identificados segiin el uso de la energia. Eje x: No de Usuarios. Eje y:
Estratos

4.4.3. Potencia Agregada

Luego de que se han definido los estratos se calcula la potencia agregada de la poblacién
estudiada, para esto, la variable principal normalizada es multiplicada por su potencia
maxima correspondiente Pmax; y se suma la potencia de todos los usuarios que componen el
estudio en una curva de potencia agregada; al mismo tiempo se toma el modelo de cada estrato
k=1,...,K y se multiplica por la sumatoria de las variables de normalizacién Y.I_, Pmaz?
de cada grupo de usuarios perteneciente a dicho estrato, luego se suma la totalidad de las
curvas para asi obtener una curva de potencia estimada, que corresponde a la estimacion del

consumo de la totalidad de usuarios, basado en los modelos caracterizados.
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Potencia Agregada

—— Potencia Agregada
~—— Potencia Estimada
75M M Estrato 1
W Estrato 2
M Estrato 3

Figura 4.10: Grafica de potencia agregada. Eje x: tiempo - 24 horas en intervalos de 1 hora..
Eje y: Vatios (w)

La figura 4.10 muestra la gréfica resultante del proceso antes descrito. La grafica 1
corresponde a la distribuciéon porcentual de la contribucion de los consumidores identificados
al total de potencia demandada al sistema; la gréfica 2 corresponde a la distribuciéon numérica
y porcentual de la cantidad de usuarios que componen cada estrato; y la grafica 3 corresponde
a la comparacién de la potencia agregada y la potencia estimada con los modelos de demanda

estratificados.

4.4.4. Contribucién en picos horarios

Hay momentos en el dia en que el consumo de los usuarios tiende a coincidir en mayor
escala, lo que atenta contra la capacidad de un sistema que no estd preparado para el
crecimiento poblacional que ha enfrentado, por lo que una vez calculada la potencia total
agregada se calcula el consumo de energia en la curva de la misma, utilizando a funcién
fact_imp, en 4 rangos horarios en los cuales se ha dividido el dia: 5pm-11pm, 11pm-Ham, bam-
1lam, 1lam-5pm. Segun la energia consumida en estos rangos se han clasificado los mismos
en 4 definiciones: hora pico de consumo, si la energia consumida en el rango estudiado es la
maxima en el dia; hora fuera de pico, si la energia consumida en dicho rango es la minima en
el dia; pico moderado, si el consumo de energia se encuentra entre el promedio y el maximo;
y por ultimo hora estandar, si el consumo en ese rango se encuentra entre el minimo y el
promedio. Estas definiciones se fijan segtin el consumo en cada rango horario de la curva

agregada.
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Figura 4.11: Flujograma de la funcion fact _imp

Todos los consumidores de la data en estudio pasan por el mismo proceso de calculo
de energia a través de la funcién fact_imp y esa informacion se guarda en un arreglo de tipo
lista, el maximo consumo le es asignado la definiciéon segin el rango horario correspondiente
en que ocurre y guardado en la variable tabla Resultado. La lista del consumo por rango
horario de todos los usuarios luego es discriminada segin el estrato al que pertenecen para
asi calcular de forma porcentual la contribucién de cada uno de los estratos en el consumo
total de la potencia agregada en cada uno de los rangos horarios antes definidos. Como se

muestra en la figura 4.12.

Figura 4.12: Contribucién en % de cada estrato al consumo agregado total
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4.4.5. Visualizaciéon de un consumidor especifico

Después de la entrega del resultado de la contribuciéon de cada consumidor por rango
horario técnicamente ha concluido el estudio. Sin embargo, existe la opcion de poner la lupa
sobre alguno de los clientes estudiados. El c6digo principal despliega un mensaje preguntando
si se desea ver algun cliente en especifico, de ser negativa la respuesta el programa concluira.
De lo contrario, se corre la funcién consumidor la cual recibe como entrega el codigo del
usuario, el set de datos, el contrato, el resultado y la potencia base. A cambio, muestra en
pantalla el estrato asociado, contrato y zona horaria en la que posee su mayor consumo, asi
como factores que describen la demanda del usuario segin su potencia activa, la potencia
maxima y minima, hora en la que ocurre cada una respectivamente, factor de carga y energia
total consumida en el dia por ese usuario, figura 4.10(b).

A la vez se despliega una grafica compuesta por dos curvas, la primera corresponde
a la frecuencia de demanda y representa, de mayor a menor, por cuanto tiempo el cliente
a consumido cierto nivel de energia, la otra corresponde a la comparacion de la curva de
demanda normalizada con el centro del grupo al que pertenece, es decir, la curva caracterizada

del estrato correspondiente, figura 4.14(a).
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(b) Ubicacién por estrato y factores de descripcion

Figura 4.13: Resultado de la funciéon consumidor

La funcién consumidor se encuentra en un bucle, esperando la entrada del codigo de

algin usuario a visualizar, hasta que sea introducida la palabra «exity», de ser asi concluye
el bucle y llega a su final el cédigo principal. En la figura 4.13 se observa el flujograma

correspondiente a esta funcién.



48

Imprimir resultado de usuario
obtenido en caracteristica.py

Se calculan caracteristicas del
usuario: fc, Pprom, Pmax, Pmin ,
energia total

Graficar frecuencia de demanda
Graficar Pot.Normalizada
Graficar centro del estrato

Figura 4.14: Flujograma de la funciéon consumidor

4.4.6. Reduccion

Reduccion() es una funcién disenada para disminuir el nimero de estratos obtenidos
en el proceso de clustering, debido a que en algunos casos la soluciéon que mejor se ajusta
diferenciando los estratos implica muchos grupos, lo cual es engorroso de manejar o es
posible también que sea necesario utilizarla en casos en que surjan grupos que son muy
poco significativos a nivel de poblacién por lo que estos pequefios grupos se unifican a aquel
estrato cuya tendencia mas se asemeje.

Esta funcién posee dos modos de utilizacion los cuales se ajustan entre sus argumentos
de entrada. La primera es usarla de forma manual (mode="man’), en este caso se introduce
en conjunto el nimero de cada estrato a unir y se concatenan los clusters y centros de
los estratos asociados mientras que se eliminan los estratos sobrantes para dar paso a un
estrato nuevo, cuyo nombre corresponde al estrato de orden menor, que contiene los grupos y

centros de todos los antes seleccionados. La segunda forma de usarla es de forma automatica
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(mode="auto’), en este modo se introduce un estrato a reducir y la funcién realiza una
comparacion de su centro con el de cada uno de los demas estratos utilizando la distancia
euclidea para encontrar el estrato cuyo patrén de consumo es mas similar y se procede a
unificar estos dos estratos. Sin embargo, este ultimo modo solo se puede utilizar con un

estrato a la vez, por lo que para unificar mas estratos es necesario repetir la funcion.

INICIO

Cledlusters
Cn=centros de Estratos
Indices
Estrato

Estrato es un
vector

Estrato es un entero

Estrat=min(Estrato) S —

Comparar Centro_n con

cada uno de los as
centroS usando ¢
euclidea

unira elcluster objetivo

Concatenar el contenido de todos
los Estratos seleccionadosy
sustituir en el contenido de Cl

Eliminar centros donde
Cn#Estrat

Sustituir el indice de los
clusters eliminados porel del
nuevo Estrato

Figura 4.15: Flujograma de la funcién Reduccion()
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Ademas del codigo y funciones antes mencionadas, el paquete desarrollado pyCyDes
cuenta con otras funciones adicionales. Entre ellas se encuentran las funciones MIA y CID
las cuales reciben la data, los centros y el indice de los grupos, y realizan el calculo del indice
de eficiencia respectivo. Con ellos es posible realizar la curva del codo para estimar el niimero
de grupos a estratificar en la data.

Una tltima funcién a destacar es la funcion insercion(), la cual adquiere como entrada
la curva de un nuevo usuario y, ya realizada la caracterizacion, la compara con los patrones
de demanda ya definidos para asi poder clasificarlo en el grupo més apropiado, sugiriendo su
contrato entre los ya identificados y procediendo a concatenarlo en el resultado obtenido de

la estratificacion.

Pu_cliente_madcliente_ i

¥=argmin{ d{pu_i, Centros_k)); k=1, ., K

“El cliente pertenece al Estrato”, X

Asignar codigo de usuario.
Agrepar a contrato colectivo

Figura 4.16: Flujograma de la funcién insercion

Un detalle importante de trabajar en el entorno de IPython es que a pesar de que ha
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concluido el programa principal las funciones quedan cargadas, por lo que es posible utilizar

de manera independiente las funciones contenidas en el paquete desarrollado.



CAPITULO 5
GENERACION Y PREPARACION DE LA DATA

La informacion de entrada para probar la herramienta desarrollada debe al menos
reflejar heterogenedad de los perfiles de carga de los consumidores quienes tienen dindmicas
y patrones de vida muy distintos entre si. La data que se ha preparado para realizar el caso
de prueba esta compuesta por mediciones que emulan los niveles residencial, no residencial e
iluminacion. En el caso de la data correspondeinte a un estrato residencial se cuenta con la
combinacién de las bases de datos de libre uso REDD [20] y ECO [21], medidas y publicadas
para el estudio de andlisis de datos y estudio de desagregacion de carga. En el caso no
residencial no se posee data real al alcance que pudiese emular los distintos estratos que
la componen, por lo que se cred data artificial para este estudio a través de métodos de
aprendizaje automatico y modelos probabilisticos basados en cadenas de Markov, conocidos
como Modelos Ocultos de Markov (HMM), y entrenados a partir de una curva base de la
cual derivaron el resto de las curvas. Para llevar a cabo la generacion de las curvas se recurrio
a la libreria de Python hmmlearn, especializado en Modelos Ocultos de Markov.

La figura 5.1 muestra el perfil de carga de un dia de 3 consumidores al azar dentro de la
data contenida en REDD y ECO, en un intervalo de medicién de 1 s. La figura 5.2 muestra
el histograma que representa el consumo de el set de datos en tres horas distintas del dia (7

a.m., 12 p.m. y 6 p.m.) de un set compuesto por 1012 mediciones residenciales.
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() (b) ()

Figura 5.1: Ejemplo de curvas de carga residencial con frecuencia de adquisiciéon de 1Hz. Eje
y: Vatios (w). Eje x: tiempo de 1 dia en intervalos de 1 s.
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Figura 5.2: Histograma de la data Residencial REDD y ECO a tres horas distintas del dia.
Eje y: Frecuencia. Eje x: Vatios (w)

5.1. HMM

Las cadenas de Markov o modelo de Markov, son un tipo de proceso estocastico en el
cual la probabilidad de que ocurra un evento depende directamente de un evento ocurrido
en el instante anterior; son senales observables representadas como un proceso aleatorio, en
el cual los parametros pueden determinarse con precision. Dado un proceso que puede ser
descrito por N estados Sy, S, .... Sy, cada cierto intervalo de tiempo incurre en un cambio
de estado (incluyendo el quedarse en el estado actual) de acuerdo a la probabilidad asociada

a cada estado. Se dice que en el tiempo ¢ el sistema esta en el estado ¢; [22].

P[qt = Sj|qt71 = Sz',(Jt—2 = Sk ....... ] = P[qt = Sj’qtfl = S,L] (51)

El Modelo Oculto de Markov tiene dos procesos estocasticos embebidos, de los cuales
uno no es observable (estados ocultos), pero puede ser observado a través del otro proceso que
produce una secuencia de observaciones [23]. En el caso a aplicar se puede tomar la potencia
medida como el conjunto de observaciones, mientras que los estados ocultos corresponden a
cada nivel de potencia que es posible de alcanzar por el elemento modelado en un instante

de tiempo.

5.1.1. Elementos de un HMM

= Hay un numero finito N de estados en el modelo; no se puede definir estrictamente lo
que es un estado, sin embargo se puede decir que con la presencia de este la senal tiene

algo que es medible y que la describe [22].

= Para cada muestra de tiempo ¢, hay un cambio hacia un nuevo estado basado en
la distribucién de probabilidad de transicién, la cual depende del estado anterior (la

propiedad de Markov).
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= Después de cada transicion se produce un simbolo observable a la salida, que es generado
de acuerdo a la distribucién de probabilidad de la que depende el estado actual.
Esta se mantiene fija dependiendo de cuando y como se introduce el estado. Hay N
distribuciones de probabilidad de observacion, las que representan aleatoriamente las

variables o procesos estocésticos [23].

5.1.2. Definicion formal del HMM para una observacion discreta

s N: Numero de estados de Markov en el modelo.

» M: Numero de simbolos observables, V' = {vy, .....up}.

Distribucién de probabilidad de transicién entre estados,

A= {aij},aij = P[qt == Sj’CIt—l == SJ,ZM] =1..N (52)

Distribucién de probabilidad de observacion de simbolo en cada estado,

B ={b;(k)},b;(k) = Plug|lgs = S;],j =1,...N;k=1,... M (5.3)

Distribucién de probabilidad del estado inicial,

Modelo: A\ = (A, B, )

Usando el modelo, una observacion de secuencia O = O1, O,,...Op, se genera de la siguiente

manera [22]:
1. Se elije un estado inicial ¢; = S; de acuerdo con la distribucién de estado inicial 7.
2. t=1.

3. Se elige una observacion O; = v, de acuerdo a la distribuciéon de probabilidad de

observacién del simbolo en el estado S;. Ejemplo: b;(k).

4. Transicién a un nuevo estado g1 = S; de acuerdo a la distribucién de probabilidad de

transicion de estado S;. Ejemplo: a;;.

5. Reajustet =t+41;sit < T retornar al paso 3. De otro modo es el fin del procedimiento.
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5.1.3. Problemas fundamentales

Dado el modelo HMM ya descrito, hay tres problemas bésicos a solventar para hacer
viable su uso en aplicaciones reales:

Problema 1: Evaluacién. Dado el modelo A = (A, B, 1) y la secuencia de observaciones
O = 01,0y, ...07, calcular P(O|)), la probabilidad de que dados los parametros del modelo
se obtenga la secuencia de observacién. Una solucién a este problema es aplicar el algoritmo
Backward-Forward [22, 23].

Problema 2: Dada la secuencia de observaciones O, cémo obtener la secuencia de
estados ) = q1, qa, ..., g7 que explica de forma éptima las observaciones. Dicho de otra forma,
se intenta descubrir la parte escondida del modelo. Es un tipico problema de estimacion el
cual se puede resolver computando el algoritmo de Viterbi. [22, 23]

Problema 3: Entrenamiento. Ajustar el modelo A = (A, B,7) para maximizar la
probabilidad P(O|)). Se intenta optimizar los pardmetros del modelo tal que se encuentre la
mejor descripcién del fenémeno. Se soluciona a través del algoritmo Baum-Welch [22, 23], o

conocido también como algoritmo de Esperanza-Maximizacién (EM) [24].

5.2. Aplicando HMM vy la libreria hmmlearn para generaciéon de data artificial

La libreria hmmlearn posee todas las funciones necesarias para implementar los modelos
de HMM, y por definicién utiliza los algoritmos de EM y Viterbi. En el caso de este proyecto
de utiliz6 un modelo Gaussiano definiendo el objeto hmm. GaussianHMM.

Para implementar el modelo, el primer paso es definir la variable como un objeto del tipo
de modelo oculto de Markov, definiendo ademaés el nimero de estados a estimar. En este caso
se aplicd la misma metodologia empleada anteriormente entre los algoritmos de clustering
para encontrar el nimero 6ptimo de grupos a clasificar; se aplico el algoritmo de K-medias
y se le calcul6 el indice MIA, de forma iterativa a la data utilizada como base para entrenar
el modelo, agrupando asi los niveles de potencia que se repiten con mayor frecuencia. De esa
forma a través de una curva de amalgamiento se estimé el niimero adecuado de estados; esta
vez no se considerd un valor mas a la derecha del codo de la curva, por lo que se tomaran en
cuenta la media de niveles de potencia que no pertenecen directamente a los dispositivos o
maquinaria detras del consumo, sino al ruido inherente al sistema, de tal forma de formular
una data lo mas parecido posible a una muestra real. Para el caso de la secuencia utilizada

se escogieron 90 estados.
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Figura 5.3: Curva de amalgamiento correspondiente a la secuencia de observacién

Seguidamente se procede a entrenar el modelo usando la muestra como base, con el
atributo .fit(), para estimar los pardmetros A de la muestra observada, la funcién aplica por
definicién el algoritmo EM (otros algoritmos compatibles, y métodos para uso de la funcion
es posible encontrarlos en la documentacién de la libreria hmmlearn).

Esta funciéon acttia en su estructura de la misma forma que el algoritmo K-means,
descrito en el Capitulo 3. La entrada en este caso es el nimero de estados, lo cual es el
homologo del nimero de grupos, sin embargo, los grupos no son decididos por la menor
distancia entre ellos, sino la mayor probabilidad de pertenecer a alguno.

Cada elemento de la observacion es iniciado con una probabilidad 7 de pertenecer a los
grupos y una desviacién tipica ajustada a 1. Puede ser el mismo porcentaje de probabilidad
para cada uno inicialmente; este porcentaje ird cambiando a medida que avanza el algoritmo.
Por otro lado, para cada distribuciéon de probabilidad es necesario calcular sus parametros,
y en este caso, se debe calcular la media y la desviacién tipica para cada una en funciéon de
los elementos observados. Dado que la probabilidad ir4 cambiando a medida que se ajustan
estos valores el elemento pertenecera al cluster cuya probabilidad sea mayor m; P;(z|u, o) [24].

Aplicando la densidad de distribuciéon normal, se tiene que la suma de todas las

probabilidades de pertenencia de una observacion a los clusters es:

exp(—3(*5%)?

Ok

P(X‘?T,ﬁ,?) = kz_:ﬂ'k\/;_ﬂ (55)
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1 exp(—z(*7H)?

K
argmax Z Ty, VT
27

k=1

(5.6)

Ok

El algoritmo entonces alterna entre dos pasos, Esperanza y Maximizacion.
Esperanza: Dados los parametros de la distribucion, se refiere a la asignacion de cada

elemento al cluster de mayor probabilidad.

argmaz TPy 1, ) (5.7)
k=1

Maximizacién: Con los elementos asignados actualmente a cada cluster, asignar el nuevo

valor de los pardmetros (mg, g, o).

_ #FElementos
= Total (5:8)
1 n
e =—>_ 1 (5.9)
N =1

op = J LS () (5.10)

n_lnzl

Luego de obtener los parametros finales de cada estado (cluster), la funciéon de HMM
pasa a obtener la mejor descripcién de la observacién entregada utilizando el algoritmo de
Viterbi, y con ello el calculo de la matriz de transiciéon de estados.

La figura 5.4(a) a muestra el modelo definido en python usando la libreria hmmlearn,

y la figura 5.4(b) la matriz de transicion de estado resultante de este modelo.
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(b) Parte de la matriz de la distribucién de probabilidad de transicién de estado.

Figura 5.4: Parametros de modelo

Con esto ya se encuentra definido y entrenado el modelo, por lo que para obtener las
curvas solo es necesario hacer un muestreo aleatorio a través del atributo .sample( ). A este
se le entrega como argumento de entrada el nimero de puntos a muestrear, que en nuestro
caso corresponderia a los intervalos de tiempo en que se simula la medicién, y como resultado
se obtiene una secuencia de observaciones acordes a la probabilidad de estados, es decir, a la
probabilidad de que en cada intervalo de tiempo cambiase el nivel de potencia a lo largo de
la muestra pedida. La figura 5.5 muestra 3 ejemplos de curvas generadas artificialmente con

este método.
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Figura 5.5: Ejemplos aleatorios de curvas producidas por el modelo entrenado de HMM. Eje
y: Vatios (kw). Eje x: tiempo de 1 dia en intervalos de 5 min.
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Figura 5.6: Histograma de la data aleatoria generada a tres horas distintas del dia. Eje y:

Frecuencia. Eje x: Vatios (w)



CAPITULO 6

Caso de Estudio

Para mostrar la eficiencia del c6édigo en general se hizo uso de dos set de datos

compuesto por las mediciones a clientes reales, artificiales y promedio, mencionadas en

capitulos anteriores. Para un primer set, se seleccioné las curvas PSEG compuestas por 2555

curvas promedio diarias de los usuarios del sistema eléctrico americano de Jersey en cada

sector; a pesar de ser cada una de estas la curva promedio de un dia, representando ademas

distintas épocas del ano (verano e invierno), se seleccioné el conjunto completo como una

poblacién de estudio para simular una mayor densidad de poblacion, y agregar a la muestra

patrones diferentes en los cuales estratificar. El segundo set de datos estd compuesto por

1012 curvas residenciales reales de San Diego, USA; 366 curvas de iluminacién reales y 405

curvas de demanda creadas artificialmente usando Modelos Ocultos de Markov, con el modelo

definido en el Capitulo 5. Las tablas 5.1 (a) y 5.1(b) contienen una descripcion de la data a

utilizar en la simulacién.

Tabla 6.1: Descripcion de data a estratificar.

(a) Conjunto de Datos PSEG.

Data Cantidad Frec. Muestreo Origen Criterio
RS Residencial 365 1/h Curva Promedio  Verano
RHS Residencial 365 1/h Curva Promedio Invierno
LPLS Gran potencia iluminacion 365 1/h Curva Promedio  Verano
RLM Industrial 365 1/h Curva Promedio  Verano
GLP Comercial 365 1/h Curva Promedio  Verano
HS Industrial 365 1/h Curva Promedio Invierno
WH Industrial 365 1/h Curva Promedio = Verano
(b) Conjunto de data real y artificial.
Data Cantidad Frec. Muestreo ~ Origen
Residencial 1012 1/seg Real
No Residencial 405 1/5min Sintética

[luminacién 366 1/5min Promedio
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Para ambos sets completos mencionados anteriormente, se simulé un contrato colectivo
el cual contenia, nombres, apellidos, una ubicaciéon geografica aleatoria del cliente y un estrato
comercial. De esta forma se pretende simular una muestra de clientes ya establecidos en el
sistema los cuales poseen una factura de tipo residencial, no residencial o de iluminacion
respectivamente. En la figura 6.2 se muestra el histograma en 3 horas representativas del dia

para el conjunto de data real y artificial completo.
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Figura 6.1: Histograma de la data aleatoria generada a tres horas distintas del dia. Eje y:
Frecuencia. Eje x: Vatios (w)

Para pruebas del algoritmo se estudiaran 2 casos en concreto:

1. Corrida del programa utilizando data PSEG, el set de datos descrito en la tabla 6.1(a)

con un tiempo de muestreo de 1 registro por hora.

2. Corrida del programa utilizando el set de datos descrito en la tabla 6.1(b) con un tiempo

de muestreo de 1 registro cada 15 min.



CAPITULO 7
RESULTADO

7.1. Caso 1: Conjunto de datos PSEG (1reg/h)

A continuacion se presentan los resultados obtenidos al hacer la corrida el programa

para el conjunto de datos PSEG de 2555 usuarios.

7.1.1. Pre-procesamiento

Todas las muestras en esta data se encuentran sincronizadas a un muestreo de 1 registro
por hora, y no se detecté la presencia de ningtn valor perdido por lo que el pre-procesamiento
no era necesario. El estudio de la data completa es posible desde 2015-01-01 00:00:00” y el
recorrido de reconocimiento se realizé en un tiempo t = 8 s incluyendo el tiempo que tomo

introducir la fecha a evaluar.

7.1.2. Procesamiento y Visualizacién

Una vez realizado el pre-procesamiento inicia el cédigo principal para el estudio de la
poblacién completa. El proceso de normalizacion de la data tomé ¢ = 16,17 s.
Con la data normalizada se procede a estimar el ntimero de grupos a estratificar,

tomando como indicio principal la curva de amalgamiento mostrada en la figura 7.1.
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Figura 7.1: Curva de amalgamiento

Basado en esta curva, se opté por una estratificacion en 8 grupos para inicializar el
algoritmo K-medianas. Como consecuencia, el algoritmo convergio en t = 0,058 s. En la figura
7.2 se muestra los grupos conformados por los consumidores de perfiles de carga similares

segun el criterio utilizado.
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Figura 7.2: Perfiles de demanda agrupados por cluster. Eje x: tiempo - 24 horas en intervalos
de 1 hora. Eje y: Potencia maxima normalizada
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Figura 7.3: Centro de Estrato 1
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Figura 7.11: Centro de Estrato 9

Las figuras 7.3-11 presentan el centro que se ha calculado para cada uno grupo de los
grupos estratificados, junto con un diagrama de boxplot que muestra la media, la mediana,
y los valores extremos del conjunto de datos en cada intervalo de medicion mas un grafico
que senala la la dispersion del conjunto de datos en cada intervalo de tiempo a través de su
varianza .Dada la normalizaciéon hecha a los perfiles de carga antes de estratificar, segiin la
cual los valores pertenecen a un rango entre 0 y 1, la dispersiéon maxima posible respecto
a la media es una varianza de 0.25. Segun lo apreciable en las graficas de varianza, los

valores maximos en ciertos puntos de las mismas rondan entre 0.01 y 0.02 que representa
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una dispersion de la data dentro del estrato entre 4 y 8%, por lo que es visible una buena

homogeneidad entre los usuarios agrupados.
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Figura 7.12: Factores que describen la demanda en los estratos

7.1.3. Identificacién

Se posee los patrones de consumo de cada estrato y los factores que lo describen.
Utilizando esa informacién en conjunto con el contrato ya anteriormente establecido de los
usuarios se identifica en cada estrato los tipos de consumidores conocidos correspondientes a

los patrones encontrados, Tabla 7.1 y figura 7.13.

Tabla 7.1: Identificacién de los estratos

Estratos RS RHS LPLS RLM GLP HS WH Total
Estratol 0 0 0 0 0 0 344 344

Estrato 2 0 5 143 0 128 17 0 293
Estrato 3 13 82 115 1 52 22 0 285
Estrato4 0 7 128 0 0 46 0 181
Estrato 5 92 117 0 146 0 1 3 359
Estrato 6 259 109 0 218 0 2 3 591
Estrato 7 0 0 0 0 0 115 9 124
Estrato 8 1 15 107 0 57 15 0 195
Estrato9 0 30 0 0 0 147 6 183
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Figura 7.13: Distribucién de antiguos consumidores en nuevos estratos. Eje x: No de Usuarios.
Eje y: Estratos

Debido a que cada elemento en si de la data representa el consumo promedio de un
conjunto de clientes del sistema eléctrico al que pertenecen, algunas de las curvas aqui

representadas presentan tendencias parecidas.

7.1.4. Potencia Agregada

A continuacién se presenta el resultado de la agregacion total de la carga y la estimaciéon
de la misma usando los modelos anteriormente definidos (figura 7.7) y la contribucién por

rango horario de cada estrato al consumo total (tabla 7.3).
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Figura 7.14: Potencia Agregada. Eje x: tiempo - 24 horas en intervalos de 1 hora. Eje y:
Vatios (w)

Se observa entre la potencia agregada y la potencia estimada un error de £ = 0,85 %.
Debido a la hora de mayor consumo de energia, el programa ha definido como rango
de hora pico de 1lam a 4pm, en la cual la mayor demanda de potencia se le atribuye a
los estratos 2, 3 y 8, que estan compuestos por usuarios comerciales y, de gran potencia e

iluminacién; que ademads representa a su vez el 71.8% de la demanda total.

7.2. Caso 2: 1reg/15min

En este caso se realiz6 el estudio para el conjunto de datos real y artificial, pero con un
muestreo de cada 15 min en la informaciéon. Esta frecuencia de muestreo es muy comun de

usar en los medidores inteligentes.
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Se realizaron 4 corridas de este caso y se presenta a continuaciéon el resultado para el

mejor caso seleccionado.

7.2.1. Pre-procesamiento

Para este conjunto de datos existen varias muestras con frecuencias de muestreo distinto.
Los usuarios residenciales poseen una frecuencia de muestreo de 1 registro por seg, mientras
que los usuarios no residenciales del tipo industrial e iluminaciéon poseen una frecuencia de
muestreo de 1 registro cada 5 min; por lo que se realiza la sincronizacion para llevarlas todas
a una misma frecuencia de muestreo de 1 registro cada 15 min, tomando como registro el
valor maximo dentro del rango de tiempo entre una muestra y otra.

El tiempo de pre-procesamiento para este caso fue de t = 302,12 s.

7.2.2. Procesamiento y Visualizacién

La adquisicién y normalizacién de la data se logré en ¢t = 9,80 s. Basado en la curva de

amalgamiento mostrada en la figura 7.16, se estim6 8 clusters inicialmente.

Indice MIA

0.26

0.22

MIA

0.18

# de Grupos

Figura 7.16: Curva de amalgamiento

Convergencia del algoritmo de K-medianas en ¢ = 0,07 s. En la figura 7.9 se muestran

los grupos asociados por el algoritmo.
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Figura 7.17: Perfiles de demanda agrupados por cluster. Eje x: tiempo - 24 horas en intervalos
de 15 min. Eje y: Potencia médxima normalizada
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En las figuras 18-25 se muestran los centros de grupo concebidos de la estratificacion.
[gualmente en los graficos de boxplot y de varianza de los mismos se hace visible una
dispersiéon baja de hasta 30 %, lo que indica grupos homogéneos, observando la dispersién
mas alta entre los estratos en el Estrato 4 con un 40 %.Por otro lado, el boxplot muestra gran
cantidad de valores atipicos, lo que puede atribuirse a la cantidad y diferencia de consumidores
residenciales en este estrato. La figura 7.26 muestra el valor de los factores obtenidos de carga

y de valle.

j= 9
]

Estrato
Estrato
Estrato

=

Estrato
Estrato
Estrato
Estrato
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D0 = M W s pa
L T s s O s O s Y s O s O
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Figura 7.26: Factores que describen la demanda en los estratos

7.2.3. Identificacién

Teniendo en cuenta el contrato previo de los usuarios el algoritmo procede a la
identificacion por cada estrato. En la tabla 7.2 se muestra la correspondencia de cada sector

(Residencial, Industrial e Iluminacién) con el estrato al que ha sido asociado el consumidor.

Tabla 7.2: Identificacién de los estratos

Estratos Residencial Indsutrial Iluminaciéon Total

Estrato 1 62 0 0 62
Estrato 2 253 0 0 253
Estrato 3 0 179 0 179
Estrato 4 156 0 0 156
Estrato 5 350 0 0 350
Estrato 6 47 226 0 293
Estrato 7 0 0 365 365

Estrato & 144 0 0 144
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Figura 7.27: Identificacion de estratos. Eje x: No de Usuarios. Eje y: Estratos

En la figura 7.27 se puede ver como se han distribuido efectivamente los estratos
adquiriendo un patrén definido por sector; con excepcién del estrato 6, el cual denota patrones
compartidos tanto por usuarios industriales como residenciales. Dado que el porcentaje
de usuarios residenciales dentro de este estrato es notablemente menor que el de usuarios
industriales, se puede decir que son estos los que se asemejan en su tendencia de consumo a

un usuario que se clasifique como industrial.

7.2.4. Potencia Agregada

La potencia agregada de la muestra, al igual que la estimacion de la demanda se
encuentran en la figura 7.28, con un error de esta Ultima de E = 5,81 % con respecto de

la potencia agregada.
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Figura 7.29: % de consumo

La hora pico definida por el mayor consumo de energia, se encuentra entre las S5pm y
las 11pm, y el cluster de mayor contribucion corresponde a los Estrato 6 y 3, constituidos en
su mayoria por usuarios industriales. El sector residencial, a pesar de ser mayor al doble a
nivel poblacional no representa una carga considerable para el sistema en comparacion a los
estratos antes mencionados.

Dado la poca cantidad de usuarios alojados en el Estrato 1 se realizo utilizo la funcion
Reduccion() para reducir los estratos y agrupar los usuarios en el Estrato 1 con el estrato
cuyo patron mas se asemejase, el cual en este caso resulta ser el Estrato 5. Dando como
resultado un nuevo Estrato 1 compuesto por 412 usuarios de tipo residencial y la eliminacion

del anteriormente llamado Estrato5 (figura 7.30).
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CONCLUSIONES Y RECOMENDACIONES

En este proyecto se desarrolla una metodologia implementada en software libre que
permite modelar la demanda a través del reconocimiento de patrones de consumo
en usuarios del sistema eléctrico. Este objetivo se concibi6 utilizando algoritmos de
aprendizaje no supervisado, que lograron afianzarse a los patrones de la data de
prueba con un errores entre 2 y 6 %. De la misma forma mostré un buen desemperfio
describiendo la contribuciéon de los consumidores dentro de la demanda total de las

muestras estudiadas.

Se probaron distintos algoritmos de aprendizaje no supervisado para el reconocimiento
de patrones en los perfiles de carga de usuarios del servicio eléctrico, entre los cuales
destaco K-medianas por su simplicidad, efectividad al momento de agrupar muestras en
clusters homogéneos y diferenciables, y su robustez ante valores atipicos. Lo que ademas
lo convierte en un algoritmo potencialmente 1til para el diseno de tarifas sustentables

para el servicio.

La curva de amalgamiento representa un punto de partida ayudando a estimar el
numero de grupos al inicio del proceso de clustering. No obstante, solo es un punto
de partida, es necesario llevar a cabo el proceso de estratificacion repetidas veces en
busca del resultado mas satisfactorio y manejable para el analista, segiin los criterios

de la empresa que lleva a cabo el estudio.

En el sentido de lo expuesto en el punto anterior, se puede concluir también que la
estratificacion no es un proceso cien por ciento automatizable, por lo que es necesario

la presencia del analista a cada paso del mismo para obtener un resultado satisfactorio.

El programa desarrollado presenta ciertas limitantes en su interfaz grafica, sin embargo
el entorno de IPython permite la manipulacion de la informacion con las funciones
desarrolladas incluso cuando no se encuentra en ejecucion el codigo principal, a través

de lineas de comandos.

Otra limitante para el desarrollo de estudios utilizando este programa es el hardware
requerido, debido a que la data se aloja en la memoria RAM del computador a utilizar
por lo que se recomienda la migracion a librerias que no utilicen este método para

cargar la informacion.

Para dar mayor validez a los resultados se recomienda el uso de data real en su totalidad.
La falta de acceso publico a esta esta a nivel del sistema nacional merma el desarrollo

de esta linea de investigacion.
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El uso de modelos markovianos para generar data aleatoria, mostré muy buenos
resultados ante el objetivo perseguido, permitiendo sortear el obstaculo de no contar

con data real no residencial.

Es posible continuar esta linea de investigacion y extenderla hacia la desagregaciéon de
carga por equipos. En estos momentos la linea de investigacion centrada en Modelos
Ocultos de Markov para este proposito representa el estado del arte en desagregacion

de carga.

Este programa puede ser mejor aprovechado para el andlisis de informacion del sistema

ante un escenario en el que se posea una infraestructura de medicion bien consolidada.

El pais deberia prepararse ante la inminencia y la necesidad de modernizar el sistema
de medicién, implementando y probando plataformas para el manejo de cantidades

masivas de informacion.
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APENDICE A

CAPTURAS DE PANTALLA
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Figura A.1: Captura de pantalla. Inicio del programa: Introduccion de la data, pre-
procesamiento e inicio del caso de estudio.
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Figura A.2: Captura de pantalla del programa. Tiempo de normalizacién y asignacion del
numero de estratos.
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Figura A.3: Captura de pantalla. Factores que describen los estratos y contribucion porcentual
de cada estrato en rangos horarios.
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Figura A.4: Captura de pantalla.

Descripcion de dos usuarios aleatorios.
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